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Bu tez ¢aligmasinda, oriintii tanimanin temel 6gelerinden biri olan 6znitelik segimi iizerinde
durulmustur. Ozellikle veri madenciligi ve &riintii tanima uygulamalarinda kullanilan 6znitelik segimi,
veri boyutunun azaltilmasini ve en iyi Oznitelik kiimesinin se¢imini saglar. Boylelikle kullanilan
siiflandiricilarin basarist artar ve egitim ile test siireleri azalir. Gereksiz 6znitelikler tespit edildigi igin
ozniteliklerin elde edilmesinde kullanilacak olan donanim azalir. Bu amagla, bu tez kapsaminda ii¢ yeni
Oznitelik se¢im yontemi ve bu yontemlerin kullanimiyla gelistirilen sistemler 6nerilmistir.

Bu 6znitelik se¢im yontemlerinden birincisi, bal arisi siiriisiiniin akilli yiyecek arama davranisini
taklit eden Yapay Ar1 Kolonisi (YAK) optimizasyon algoritmasinin, kiimeleme tabanli &znitelik
se¢ciminde kullanilmasiyla gelistirilen ve YAKOS olarak isimlendirilen yeni bir oznitelik se¢me
yontemidir. Tkincisi ve iigiinciisii, Karesel Diskriminant Analizi (KDA) smiflandirma algoritmasini kriter
alarak gelistirilen Ardigik Ileri Yonde Secim (AIYS) ve Ardisik Geri Yonde Segim (AGYS) ile Temel
Bilesen Analizinin (TBA) birlestirilmesiyle olusturulmus ve sirasiyla AIYSP ve AGYSP olarak
isimlendirilen iki tane hibrit dznitelik segme yontemidir.

Gelistirilen yeni YAKOS yonteminin basarisi, hem Yapay Sinir Aglar1 (YSA)
siniflandiricisinda hem de Destek Vektdr Makinalari (DVM) smiflandiricisinda test edilirken diger
yontemler ise YSA siniflandiricisinda test edilmistir. En iyi dogru siniflandirma oranlari, Statlog kalp
hastalig1 veri kiimesi i¢in % 88.89, SPECT goriintiileri veri kiimesi i¢in % 88.04 ve meme kanseri veri
kiimesi igin % 98.71 olarak YAKOS+TBA+YSA sisteminde bulunurken Hepatit veri kiimesi igin %
94.92, Kkaraciger hastaligi veri kiimesi i¢in % 74.81, Diyabet veri kiimesi ig¢in % 79.29 olarak
YAKOS+DVM sisteminde bulunmustur. Bunlara ilave olarak, kadmlarda en sik goriilen kanser tiirii olan
meme kanserinin teshisi icin ATYSP+YSA ve AGYSP+YSA sistemleri gelistirilmistir. Kullanilan meme
kanseri veri kiimesi i¢in ATYSP+YSA sisteminin dogru smiflandirma oran1 % 97.57 ve AGYSP+YSA
sisteminin dogru smiflandirma oran1 % 98.57 elde edilmistir. Siniflandirmanin giivenilirligini artirmak
i¢in biitiin sistemlerde ¢apraz dogrulama yontemi kullanilmistir. Gelistirilen bu yontemler, literatiirdeki
aynt veri kiimelerini kullanan yontemlere gore c¢ogunlukla daha yiiksek smiflandirma basarilarma
ulagmaktadir.

Anahtar Kelimeler: Oriintii Tanima, Temel Bilesen Analizi, Oznitelik secimi, Yapay Ar1
Kolonisi, Yapay Sinir Agi.
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In this thesis study, feature selection which is one of the fundamental topic of pattern
recognition, is studied. Feature selection, especially used in data mining and pattern recognition
applications, reduce the size of data and enable the selection of the best set of features. Thus, for used
classification success increase, and training ve test time reduce. Since redundant features are determined,
hardware costs of data acquisition for these features are reduced. For this purpose, three new feature
selection methods and systems that improved with these methods are proposed in this thesis.

First new feature selection method developed in this study is clustering-based feature selection
via the Artificial Bee Colony named as ABCFS. Artificial Bee Colony (ABC) optimization algorithm
simulates the intelligent foraging behavior of honey bee swarm. The second and third methods are hybrid
features selection methods named as SFSP and SBSP which are composed by combining the Sequential
Forward Selection (SFS) and the Sequential Backward Selection (SBS) together with the Principal
Component Analysis (PCA) developed by utilizing Quadratic Discriminant Analysis (QDA) classification
algorithm criteria.

While the success of the ABCFS method is tested with Artificial Neural Networks (ANN)
classifier and Support Vector Machines (SVM) classifier, other methods have been tested in the ANN
classifier only. The highest classification accuracies for Statlog (Heart) disease, SPECT images, breast
cancer dataset were obtained by ABCFS+PCA+ANN as 88.89 %, 88.04 % and 98.71 % respectively. On
the other hand, the highest classification accuracies for Hepatitis, Liver Disorders, Diabetes dataset were
obtained by ABCFS+SVM as 94.92%, 74.81% and 79.29% respectively. In addition, for detection of
breast cancer, which is the most common cancer type seen in women, SFSP+NN and SBSP+NN have
been devoloped. For used breast cancer dataset, correct classification rate of SFSP+NN system is 97.57%
and correct classification rate of SBSP+NN system is 98.57%. To improve the reliability of classification,
cross-validation method was used in all systems. Obtained results show that the performance of proposed
methods are generally highly successful compared to other results attained.

Keywords: Pattern Recognition, Principal Component Analysis, Feature selection, Artificial Bee
Colony, Artificial Neural Network.
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SIMGELER VE KISALTMALAR

Simgeler
C : Kovaryans matris
c : Gergek deger maliyet parametresi
Cy : En 6nemli S, degeri
D : N 6zellikli veri kiimesinin egitimi
Dryin : Egitim 6rneklerinin sayist
E; : YSA cikisi i¢in, herbir j néronunun hatasi,
E : Biitlin néronlarmn ¢ikis hatasi
f : YSA’da bir aktivasyon fonksiyonu
fi : Kiimeleme probleminin maliyet fonksiyonu
fit; : Verilen ¢6ziimiin uygunlugu
F, : n. tane Oznitelik
FN : Yanlis negatif
FP : Yanlis pozitif
F(@) : 1. 0zelligin f-skor degeri
J : Amag fonksiyonu
K : Kiimelerin sayisi
L : Orneklerin say1st
MCN : Maksimum g¢evrim sayisi
N; : j’inci kiimedeki 6rneklerin sayisi
ny : Pozitif 6rneklerin sayisi
n. .Negatif 6rneklerin sayisi
net, : Geriye yayilma algoritmasi i¢in, néronlar arasindaki baglantilarin agirlig
N : Orneklerin sayist
Di : Olasilik degeri
SN : Yiyecek kaynagi sayisi
So : Aramanin baslatildig alt kiime
Shest : En uygun alt kiime
S, : Skala degeri
TP : Dogru pozitif
TN : Dogru negatif
U : Birim matrisi
Vk : U'nun £. en biiylik 6z degeri
vy : Her bir adayin kaynak pozisyonu
Wy : j kiimesi ile x; drneginin iliski agirlhig
Wi : YSA’da katmanlar aras1 agirliklik matrisi
X; : 7’inci Ornegin yeri
X : Orneklerin ortalamasi,
xg_) : Negatif veri kiimelerinin i. 6zelliginin ortalamasi
x§+) : Pozitif veri kiimelerinin 7. 6zelliginin ortalamasi
x,((;.) : k. negatif 6rneginin i. 6zelligi
x,(:l.) : k. pozitif drneginin i. 6zelligi
Y, : Secilen Oznitelikler kiimesi
Vai . j ¢ikig néronunun istenen ¢ikis degeri
Vi : Noronun gergek ¢ikist
Z; : j’inci kiimenin merkezi
z/ : K4sif armin yeni bir kaynak iiretmesi
0 : Durdurma kriteri
y : M bagimsiz olgiit vasitasiyla yapilan degerlendirme sonucu
Vpest : En iyi M bagimsiz 6l¢iit vasitasiyla yapilan degerlendirme sonucu
0 : A madencilik algoritmasiyla yapilan degerlendirme sonucu
Opest : En iyi 4 madencilik algoritmasiyla yapilan degerlendirme sonucu
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Kisaltmalar

AlYS
AGYS
AIYSP

AGYSP

APKD
CKPSA
CD
DVM

FS

KDA
KEDA
OEGGYA

SMO
Sii
TBA
YAK
YAKOS

YSA

: Kargilastirma parametresi
: Adim boyutunun degeri
: Skala parametresi

: Lagrange ¢arpani

: Ardisik Ileri Yénde Secim (Sequential Forward Selection-SFS)
: Ardisik Geri Yonde Segim (Sequential Backward Selection-SBS)
: Ardisik leri Yonde Segim ile TBA nin birlestirilmesiyle olusan hibrit dznitelik se¢im

algoritmast

: Ardisik Geri Yonde Sec¢im ile TBA’nin birlestirilmesiyle olusan hibrit 6znitelik segim

algoritmast

: Alan Programlamali Kap1 Dizileri (Field Programmable Gate Array-FPGA)

: Cok Katmanli Perseptron Sinir Ag1

: Capraz Dogrulama (Cross validation-CV)

: Destek Vektor Makineleri (Support Vector Machines-SVM)

: Fisher alt uzay1 (Fisher Subspace)

: Karesel Diskriminant Analizi (Quadratic Discriminant Analysis-QDA)

: Kernel Diskriminant Analizi (Kernel Discriminant Analysis)

: Olgeklendirilmis Eslenik Gradyan Geriye yayilim Algoritmasi (Scaled Conjugate

Gradient Backpropagation)

: Strali Minimal Optimizasyon (Sequential Minimal Optimization-SMO)

: Sayisal Isaret Isleyicileri (Digital Signal Processor-DSP)

: Temel Bilesen Analizi (Principal Component Analysis-PCA)

: Yapay Ar1 Kolonisi (Artificial Bee Colony-ABC)

: Yapay Ar1 Kolonisine dayanan dznitelik se¢imi (Feature Selection based Artificial Bee

Colony-ABCFS)

: Yapay Sinir Aglar1 (Artificial Neural Network-ANN)
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1. GIRIS

Son zamanlarda, veri miktarlarindaki hizli artis, verilerin etkin kullanimini
gerekli kilmistir. Bu verilerin analiz edilmesinde hizla gelisen bilgi teknolojilerinin,
ozellikle veri madenciligi tekniklerinin kullanilmas1 yaygmlasmistir. Veri madenciligi,
faydali bilginin elde edilmesinde, verinin dogrulanmasinda ve tahmininde sikg¢a
kullanilan bir tekniktir. Veri madenciligi yOntemlerinin, Oriintli tanima alaninda
kullanimi olduk¢a yaygindir (Blum ve Langley, 1997; Liu ve Motoda, 1998).

Oriintii tanima, ortak o6zellige sahip veya aralarinda bir iliski kurulabilen
nesneleri cesitli yontemler vasitasiyla tanimlayip belli bir smifa koyma islemidir
(Gtinal, 2008). Biyomedikal goriintli tanima, el yazisi tanima, ses tanima, insan yiizii
tanima, parmak izi tamima ve imza tamima Oriintii tanima uygulamalarmin yaygin
ornekleridir. Oriintii tanimanin 6nemi, her gegen giin ortaya ¢ikan yeni uygulama
alanlariyla birlikte giderek 6nem kazanmaktadir.

Oriintii tanima islemi; dznitelik ¢ikarimi, dznitelik secimi ve smiflandirma gibi
temel 6gelerden olusmaktadir (Giinal, 2008). Oznitelik, driintiiye dair dlgiilebilir bilgi
olarak tanimlanabilir. Oznitelik ¢ikarmm, smiflarin  karakteristik 6zniteliklerini
barindiran uygun 6zniteliklerin se¢ilmesiyle siniflara ait bilgilerin miimkiin oldugunca
daha fazla ancak daha kii¢iik boyutta aktarmaktir. Bunun sonucunda gereksiz bilgilerin
elenmesi ve tanima isleminin siiresini kisaltilmas1 amaglanmaktadir. Oznitelik ¢ikarma
isleminde, karakteristik Ozelligin elde edilmesiyle belli oranda boyut indirgeme
saglanirken 0znitelik se¢iminde ise ¢ikarilmis olan 6zniteliklerin ayirt edicilikleri ¢esitli
yontemlerle incelenerek mevcut 6znitelik kiimesinden daha ayirt edici bir alt kiime
bulunmasi gergeklestirilir. Oznitelik ¢ikarimi ve 6znitelik seciminden sonra Sriintiiyii
tantyabilmek i¢in simiflandirma islemi yiiriitiiliir. Siniflandirma isleminde, sinifi bilinen
belirli sayidaki veri kiimeleri bir egitim siirecine tabii tutulur. Bu egitimin sonucunda,
bilinmeyen oriintliyili ¢esitli dlgiitlere gore karsilastirma yaparak hangi smifa ait oldugu
belirlenir (Giinal, 2008).

Oznitelik secimi; son zamanlarda, driintii tanima, veri madenciligi ve makine
O0grenmesi gibi bir¢ok arastirma alanmin temel unsurlarindan biri haline gelmistir.
Bilgisayar ve veri tabanlar1 teknolojilerinin hizli gelisimi ile pek c¢ok bilimsel
problemde, 6zniteliklerin veya degiskenlerin binlercesini iiretmek ve bu degerleri igeren
veri tabanlarina ulagsmak daha da kolaylagsmistir. Bu kadar fazla verinin oldugu ortamda,

basar1 orani yiiksek ve maliyeti disiik smiflandirici elde edilmesi, 6znitelik se¢im



algoritmalarinin kullanilmasiyla miimkiin olabilmektedir. Ciinkii 6znitelik se¢iminin;
ilgisiz, gereksiz veya giiriiltiilii veriyi yok etme, 6grenme algoritmasmin performansini
gelistirme, hesaplama maliyetini azaltma, veri kiimelerinin daha iyi anlasilmasimni
saglama ve Oznitelik uzaymin boyutunu azaltma, depolama yeri gereksinimlerini
azaltma gibi avantajlar1 vardir. Bu sayede geleneksel makine 6grenme ve Oriintii tanima
sistemleri genellikle elde edilen bu kiiciik boyutlu veri kiimelerinde daha iyi
calismaktadir. Ozellikle, dzniteliklerin pahali veri toplama sistemleriyle elde edildigi
durumlarda, gereksiz dl¢meler 6znitelik se¢im algoritmalariyla tespit edilebilecegi i¢cin
bu bilgisayar destekli veri toplama sistemlerinin maliyetini de azalacaktir.

Oznitelik alt kiime se¢imi, bir arama metodu ve aday Oznitelik kiimesinin
smiflandirmaya katkisin1 puanlayan bir degerlendirme stratejisinden olusmaktadir.
Kullanilan alt kiime arama metotlar1 Bermejo ve ark. tarafindan tam arama, rastgele
arama, sirali arama, artan arama ve metasezgisel arama olmak iizere bese ayrilirken, Liu
ve Yu tarafindan tam arama, rastgele arama, ardisik arama olmak tizere lice ayrilmistir
(Liu ve Yu, 2005; Bermejo ve ark., 2011).

Oznitelik segme algoritmalari; filtreleme, sarmalama veya hibrit yontemler
icinde degerlendirilebilirler. Filtreleme yaklasiminda, Ozniteligin veya Oznitelik
kiimesini uygun olup olmadig1 sadece verilerin belirli 6zellikleri kullanilarak tahmin
edilirken, sarmalama yaklasiminda, Onerilen 6znitelik alt kiimesinin uygunluk degeri,
bu alt kiimeyle siniflandiricinin egitilmesi ve degerlendirilmesiyle saglanir. Hibrit
yaklagim ise bu iki modelin farkli degerlendirme kriterini kullanarak iki modelden de
avantaj elde etmeye calisir (Liu ve Yu, 2005; Bermejo ve ark., 2011).

Bir baska degisle, filtreleme metotlari, verinin kendine 06zgii 6zelliklerini
kullanarak Oznitelik alt kiimesinin uygunlugunu degerlendirir. Bu yiizden filtreleme
metotlari, sarmalama metotlarina gére hesaplama karmasikligi daha diisiiktiir. Ancak,
filtreleme metotlar1, secilen sonug¢ c¢ikarma algoritmasinda eslestirme yapilmadan
Oznitelik alt kiimesi segtigi i¢in hatali se¢im riski almaktadirlar. Sarmalama metodu,
bunun tersine, Oznitelik alt kiimesi degerlendirirken direkt olarak sonu¢ c¢ikarma
algoritmasi kullandig1 i¢in genellikle filtre metoduna gére dogruluk tahmini agisindan
istiindiir, ancak hesaplama karmasiklig1 agisindan dezavantajlidir (Kohavi ve John,
1997; Zhu ve ark., 2007; Uzer ve ark., 2013; Uzer ve ark., 2013).

Son zamanlarda, yapay zeka, 6znitelik doniisiim metotlar1 ve istatiksel yontemler
olmak tizere Oznitelik secimi i¢in pekcok yontem kullanilmistir ve bu yontemlerle

yapilan ¢alismalar kaynak arastirmasi kisminda bahsedilmistir.



Oznitelik segiminin, veri boyutunun indirgenmesi ve siniflandirma basarisinin
artmast gibi avantajlarinin olmasi, arastirmacilart yeni Oznitelik se¢im metotlart
gelistirmeye sevk etmistir. Tezde gelistirilmis yontemlerden biri olan Yapay Ari
Kolonisine dayanan 6znitelik secimi (YAKOS) ile 04.01.2014 tarihine kadar literatiirde

yapilmis caligmalarin sayis1 Cizelge 1.1°de verilmistir.

Cizelge 1.1. Literatirde YAKOS ilgili yapilan ¢alismalarin sayist

Aratilan kelimeler Artificial Bee Colony (ABC) | Artificial Bee Colony + feature
selection

Toplam yayin sayis1 | 263 tane yaymn 2 tane yayin (Schiezaro ve
Pedrini, 2013; Uzer ve ark., 2013)

Bu tez ¢alismasi kapsaminda;

e Bal an siriilerinin akilli yiyecek arama davranisini taklit eden Yapay Ari
Kolonisi (YAK) optimizasyon algoritmasinin, kiimeleme tabanli 6znitelik
seciminde kullanilmasiyla gelistirilen ve YAKOS olarak isimlendirilen yeni bir
Oznitelik secme yontemi ve bu yontemin kullanimiyla gelistirilen dort sistem
onerilmistir.

e Karesel Diskriminant Analizi (KDA) smiflandirma algoritmasmi kriter alarak
gelistirilen Ardisik ileri Yonde Seg¢im (AIYS) ve Ardisik Geri Yonde Secim
(AGYS) ile Temel Bilesen Analizi (TBA)’ nim birlestirilmesiyle olusturulmus ve
sirastyla AIYSP (Ardisik Ileri Yonde Se¢im ile TBA’nin birlestirilmesiyle
olusan hibrit Oznitelik se¢im algoritmasi) ve AGYSP (Ardisik Geri Yonde
Secim ile TBA’nin birlestirilmesiyle olusan hibrit 6znitelik se¢im algoritmasi)
olarak isimlendirilen iki tane hibrit 6znitelik se¢cim yontemi ve bu yontemlerin
kullanimiyla gelistirilen iki sistem Onerilmistir.

Tezde gelistirilen yeni YAKOS ydnteminin basarisi, hem Yapay Sinir Aglar:
(YSA) smiflandiricisinda hem de Destek Vektor Makineleri (DVM) siniflandiricisinda
test edilirken diger yoOntemler ise YSA smiflandiricisinda test edilmistir.
Smiflandirmanin giivenilirligini artrmak i¢in biitiin ¢aligmalarda ¢apraz dogrulama
yontemi kullanilmistir.

Yapilan bu tez ¢alismasi 5 boliimden olusmaktadir. Birinci béliimde; 6znitelik
seciminin tanimi, amaci, avantajlar1 ve kisaca gelistirilen yontemler hakkinda bilgiler

verilmistir.



Ikinci boliimde; dznitelik secim yontemleri ve bunlarin test edildigi problemlerle
ilgili literatiirde yer alan ¢aligmalar hakkinda bilgiler verilmistir.

Ugiincii boliim ise kendi icerisinde materyal ve metot olmak iizere iki alt bashga
ayrilmistir. Materyal kisminda; gelistirilen Oznitelik se¢im ydntemleri {izerinde
uygulanan veri kiimeleri agiklanirken, metot kisminda ise gelistirilen onitelik segimleri
icin yararlanilan ya da temel alinan yontemler ve daha Once yapilmis ve sikca
kullanilmis olan diger 6znitelik se¢me yontemleri hakkinda bilgiler verilmistir.

Dérdiincii boliimde; gelistirilen dznitelik segme ydntemleriyle yani YAKOS,
AIYSP ve AGYSP yontemleriyle ve simiflandirici parametreleriyle ilgili detayh
aciklama yapilmistir.

Besinci boliimde; gelistirilen 6znitelik segme yontemlerinin ¢esitli veri kiimeleri
iizerinde performanslar1 test edilmis ve sonuglariy, literatiirdeki ¢aligmalarla
karsilastirilmis ve tartismasi yapilmastir.

Son boliimde ise yapilan tez calismasinin sonuclar1 degerlendirilmis ve bilim

insanlarina ¢alismalarinda katki saglamasi amaciyla onerilerde bulunulmustur.



2. KAYNAK ARASTIRMASI

Veriler, insanoglunun veri igsleme kapasitesinden ¢ok daha hizli bir sekilde
artmaktadir. Bunun da en 6nemli sebebi bilgisayar ve veritabani teknolojilerinin hizli
bir sekilde gelisim gostermesi ve biliylimesidir. Arastirmacilar ve uygulayicilar, veri
madenciliginin basarilt olmasi i¢in veri On isleme siirecinin 6nemli oldugunu
vurgulamaktadirlar (Liu ve Motoda, 1998; Pyle, 1999). Oznitelik se¢imi, 6zniteliklerin
sayisin1 azalttig, ilgisiz, gereksiz veya giirtiltiilii verileri ortadan kaldirdigindan dolay1
veri madenciliginde onemli ve siklikla kullanilan tekniklerden biri olmustur (Blum ve
Langley, 1997; Liu ve Motoda, 1998). Oznitelik seciminin kullanimi, veri madenciligi
algoritmalarinin  hizin1 artirmanin  yani sira madencilik performansin1 6grenme
dogrulugu agisindan da gelistirmektedir. Oznitelik segimi alaninda gelistirilen
algoritmalar, makine 6grenmesi, veri madenciligi, metin gruplandirilmasi, istatistiksel
model tanimasi, miisteri iligkileri yonetimi ve genomik analizi uygulamalarinda etkin
olarak kullanilmaktadir (Liu ve Yu, 2005).

Oznitelik se¢imi igin literatiirde filtre modeli (Liu ve Setiono, 1996; Dash ve
ark., 2002; Yu ve Liu, 2003), sarmalama modeli (Caruana ve Freitag, 1994; Kohavi ve
John, 1997) ve hibrit modeli (Das, 2001; Xing ve ark., 2001) altinda pek ¢ok yontem
vardir.

Bu yontemlerin arasinda yalnizca tam kapsamli arama ve dal-ve-sinir yontemi
(Narendra ve Fukunaga, 1977) tekdiize 6lgiit fonksiyonu kullanilmasi durumunda en 1yi
Oznitelik alt kiimesine ulagmayi garantiler. Ancak, iki yontem de kiicik ve orta
biiytikliikteki 6znitelik kiimeleri i¢in bile oldukga yiiksek islem siiresine ihtiya¢ duyar.
Bu durum, nispeten daha kisa siirelerde sonu¢ veren alt en iyi Oznitelik se¢im
yontemlerini one ¢ikarir (Giinal ve Edizkan, 2008).

Giinal ve Edizhan (2008)’e gore yaygin olarak kullanilan alt en iyi se¢im
yontemlerinden bazilar1 sunlardir: Bireysel En Iyi Oznitelik Se¢imi, Ardisik ileri Yonde
Secim (Whitney, 1971), Ardisik Geri Yonde Se¢im (Marill ve Green, 1963), Art1 1 —
Cikar r Se¢im (Stearns, 1976), Ardisik Ileri Yonde Kayan Secim (SFFS), Ardisik Geri
Yonde Kayan Se¢im (Pudil ve ark., 1994), ve Genetik Secim (Siedlecki ve Sklansky,
1989),(Yang ve Honavar, 1998). Literatiirde bu yontemleri kullanan ¢ok sayida
Oznitelik segme calismast bulunmaktadir (Kavzoglu ve Mather, 2000), (Lai ve ark.,
2006), (Reyes-Aldasoro ve Bhalerao, 2006), (Rokach, 2008), (Uncu ve Tiirksen, 2007).

Ayrica, farkli secim yOntemlerinin basarimlarin1 karsilastiran ¢alismalar da



bulunmaktadir (Jain ve Zongker, 1997; Kudo ve Sklansky, 2000; Guyon ve Elisseeff,
2003; Giinal, 2008; Giinal ve Edizkan, 2008).

Oznitelik doéniisiim metotlar1 ya da istatiksel yontemler olarak; Bhattacharyya
uzayl (Reyes-Aldasoro ve Bhalerao, 2006), geometrik momentler ve 6zvektor-uzay
dontlistim Oznitelikleri (Zhao ve ark., 2007), alt uzay tabanli 6znitelik se¢cim yOntemi
(Gtinal ve Edizkan, 2008), ardisik ileri yonde kayan 6znitelik secimi (Ververidis ve
Kotropoulos, 2008), Kernel diskriminant analizi (KEDA) tabanli 6znitelik se¢imi (Ishii
ve ark., 2008), dogrusal ve dogrusal olmayan kerneller i¢cin 6znitelik se¢imi (Nguyen ve
de la Torre, 2010), Kernel F-score 6znitelik secimi (Polat ve Giines, 2009), Fisher’in
lineer diskriminant1 ve destek vektor makinesi kullanarak destek vektor-tabanli 6znitelik
se¢imi (Youn ve ark., 2010), Markov smir1 tabanli Oznitelik alt kiimesi se¢im
algoritmas1 (Morais ve Aussem, 2010), HMM-tabanli (Hidden Markov Models=Sakl
Markov Modelleri) 0Oznitelik uzay doniisiimii (Arias-Londono ve ark., 2010)
kullanilabilir.

Oznitelik seciminde yapay zekd yontemleri olarak; sinir ag1 tabanli regression
icin destekleyici Oznitelik se¢imi (Bailly ve Milgram, 2009), bulanik modeller
kullanarak Oznitelik se¢cimi (Vieira ve ark., 2010), genetik algoritmaya dayanan
Oznitelik alt kiime se¢imi (Elalami, 2009), karinca kolonisi algoritmas1 (Aghdam ve
ark., 2009), ayrik pargacik siirii optimizasyonu (Unler ve Murat, 2010), sirii
optimizasyonu (Zhao ve Davis, 2009), yapay ar1 kolonisi algoritmasina dayanan
oznitelik se¢cimi (Uzer ve ark., 2013) kullanilmistir.

Doniisiim metotlar1 ya da istatiksel yontemler ve yapay zeka yontemleri olarak
Oznitelik se¢iminde kullanilan c¢alismalar, biraz daha detayli olarak asagida
aciklanmastir.

Reyes-Aldasoro ve Bhalerao (2006), Oznitelik secimi icin Bhattacharyya
uzaymni kullanmiglardir ve bu yontemi doku ayristirmasi problemi iizerinde
uygulamislardir (Reyes-Aldasoro ve Bhalerao, 2006).

Zhao ve digerleri (2007) robot gérme sistemleri i¢in goriintii 6zniteliklerinin
secimiyle ilgili ¢alisma yapmuglardir. Bu ¢alismada, 6zellikle geometrik momentler ve
0z vektor-uzay doniisim Oznitelikleri olmak tizere iki goriintli Ozniteligi lizerinde
durmuglardir (Zhao ve ark., 2007).

Kim ve digerleri (2008) karmasik dalgacik doniisiimii alanindaki yiiksek
cOziinlirliikli NMR tayfinin 6znitelik se¢imini ve smiflandirmasini yapmislardir. Bu

calismada, etkili bir sekilde ¢oklu skala bilgisini ele alabilen ve enerji kaydirmali



duyarsizlik 6zelligine sahip kompleks dalgacik doniisiimii, 6zellik ¢ikarmay1 gelistirmek
amaciyla bir metot olarak onerilmistir (Kim ve ark., 2008).

Giinal ve Edizkan (2008), Oriintii tanima i¢in alt uzay tabanli 6znitelik se¢im
yontemi gelistirmislerdir. Oznitelik secimi konusunda, ozniteliklerin bireysel ayirt
edicilik derecelerini belirleyen alt uzay temelli iki yeni ayrilabilirlik 06lgiisii
gelistirmiglerdir. Bu Olgiiler daha sonra cok smifli Oriintii tanima problemlerinde
Oznitelik secimi amaciyla kullanilmislardir. Farkli say1 ve yapida 6zniteligi barindiran
veritabanlar1 lizerinde yapilan deneyler, alt uzay temelli ol¢iilerle yapilan 6znitelik
seciminin, uzaksaklik ve Bhattacharyya gibi klasik ayrilabilirlik dlctileriyle yapilan
secime gore gerek smiflandirma hassasiyeti gerekse boyut indirgeme agisindan daha
basarili oldugunu ortaya koymuslardir (Giinal ve Edizkan, 2008).

Ververidis ve Kotropoulos (2008), konusmadaki duygunun taninmas1 i¢in hizl
ve dogru ardisik ileri yonde kayan 6znitelik secimi ile Bayes smiflandiricisini birlikte
oneren bir ¢alisma yapmuslardir. Alt kiime 6znitelik se¢imi igin Ardisik ileri Yonde
Kayan Se¢im (AIYKS) yontemini kullanilmistr. AIYKS’de kullanilan kriteri,
oznitelikleri ¢ok degiskenli gauss dagilimma uydugu Bayes smiflandiricinin dogru
siniflandirma orani olarak kullanmiglardir (Ververidis ve Kotropoulos, 2008).

Li ve digerleri (2008) istatistiksel veri kullanarak Oznitelik se¢imi ile metin
kiimeleme calismas1 yapmislardir. Bu ¢alismada, yeni bir denetimli 6znitelik se¢im
metodu Onermislerdir. Ayrica dznitelik se¢cimi ile metin kiimeleme olarak isimlendirilen
yeni bir metin kiimeleme algoritmasi 6nermislerdir (L1 ve ark., 2008).

Ishii ve digerleri (2008), Kernel diskriminant analizi (KEDA) tabanli 6znitelik
secimi Onermislerdir. Bu c¢alismada iki smifli problemler icin KEDA’ya dayanan iki
Oznitelik se¢cim kriter1 bulmuslardir. Birincisi KEDA kriteri olarak isimlendirilen
KEDA’nin amag fonksiyonu digeri ise KEDA tabanli tanima orani olarak isimlendirilen
KEDA smiflandiricisi vasitastyla saglanan tanima oranidir (Ishii ve ark., 2008).

Koénonen ve digerleri (2010) tarafindan mobil cihazlarda igerik tanima icin
otomatik 6znitelik se¢imi ¢aligmast yapilmistir. Bu ¢alismada, igerik tanima alaninda
birka¢ Oznitelik se¢im algoritmasi ve smiflandirmasi karsilagtirilmistir (K6nonen ve
ark., 2010).

Al-Ani (2009) calismasinda 6znitelik se¢imi i¢cin bagimlilik tabanli arastirma
stratejisi gelistirmistir. Ozniteliklerin birbiri arasmdaki bagimhilik derecesinin farkli

olmasindan faydalanarak yeni bir arastirma stratejisi 6nermistir (Al-Ani, 2009).



Bailly ve Milgram (2009), sinir ag1 tabanl regression i¢in destekleyici 6znitelik
secimi dnermislerdir. Oznitelik se¢imi icin destekleyici strateji ve regression igin yapay
sinir aginin birlesimi kullanmiglardir (Bailly ve Milgram, 2009).

Elalami M.E. (2009), genetik algoritmaya dayanan 6znitelik alt kiime se¢imi i¢in
filtre modeli 6nermistir. YSA ile egitilen ¢ikis diiglimlerini optimize etmek i¢in genetik
algoritmadan faydalanilmistir. Yeni algoritma YSA egitim algoritmasma ya da egitim
sonuglarina bagl olarak caligmamaktadir. YSA’nin her bir ¢ikis diigiimii i¢cin genel
formiil sonradan tiretilmektedir (Elalami, 2009).

Nguyen ve Torre (2010) ¢aligmalarinda Destek Vektor Makineleri i¢in en 1yi
Oznitelik secimini ele almiglardir. Bu makale, dogrusal ve dogrusal olmayan kerneller
icin Destek Vektor Makinelerinin parametrelerinin 6grenilmesini ve bir konveks enerji-
tabanli yapiy1 0znitelik seciminin gerceklestirilmesi i¢in Onermistir (Nguyen ve de la
Torre, 2010).

Polat ve Gilines (2009) calismalarinda tibbi verilerin siniflandirilmas: i¢in
Kernel F-score 0znitelik se¢cimi ismiyle yeni bir 6znitelik se¢cimi gelistirmistir. Kernel
F-score Oznitelik secimi metodu vasitasiyla yiiksek boyutlu giris 6znitelik uzaymdan
iligkisiz ve atik Oznitelikler atilmistir. Smiflandirma olarak En Kiigiik Kareler Destek
Vektor Makinelerini ve Levenberg—Marquardt 6grenme algoritmasmi kullanan YSA
siniflandiricisini kullanmislardir (Polat ve Giines, 2009).

Vieira ve digerleri (2010), bulanik modeller kullanarak 6znitelik se¢imi i¢in
ortak calisan iki karinca kolonisi kullanmiglardir. Bu ortaklasa calisan karinca
kolonilerinin hedefleri, 6znitelik sayisini ve simiflandirma hatasint minimize etmektir.
Bu ¢alismada, smiflandirici olarak bulanik modeller kullanilmistir (Vieira ve ark.,
2010).

Jiao ve digerleri (2010), birlesme ve ayrisma ilkelerine dayanan iki yeni 6znitelik
se¢cim metodu Onermislerdir. Birlesme ve ayrisma diisiincesi, kompleks tabloyu ana
tabloya ve birkac daha basit alt tabloya parcalayip, ana tabloyu ¢oziildiikten sonra diger
alt tablolarin ¢6ziimiiniin katilimiyla gergeklesir (Jiao ve ark., 2010).

Aghdam ve digerleri (2009), karinca kolonisi kullanarak metin 6znitelik se¢imi
calismasini gergeklestirmislerdir. Karmca kolonisi optimizasyon algoritmasi, yiyecek
kaynaklarma giden en kisa yolu bulmaya c¢alisan ger¢ek karmncalarin
gozlemlenmesinden ilham almmustir. Onerilen algoritma kolay bir sekilde uygulanmisg
ve basit bir smiflandirici sayesinde hesaplamadaki konflizyon azaltilmistir (Aghdam ve

ark., 2009).



Youn ve digerleri (2010), Fisher’n lineer diskriminanti ve destek vektor
makinesi kullanarak destek vektor-tabanli 6znitelik secimi dnermislerdir. Bu ¢alismada,
destek vektorlere dayanan yeni bir en yiiksek riitbeli 6znitelik algoritmasi gelistirmistir.
Destek Vektor tabanli en yiiksek riitbeli Oznitelik se¢imi i¢in Fisher’in lineer
diskriminant1 ve destek vektdor makinesi olmak {izere iki lineer diskriminant
disiiniilmiistiir (Youn ve ark., 2010).

Giines ve digerleri (2010), uyku engelleyici apne sendromunu siniflandirmaya
yonelik cok-sinifli F-score Oznitelik se¢imi yaklasimini getirmislerdir. F-score, iki
smifli oriintli tanima problemlerinin smiflandirilmasinda 6zniteliklerin giiciinii 6lgmede
kullanilir. Oznitelik segiminden sonra ¢ok katmanli perceptron yapay sinir agi
siniflandiricis1 kullanilmistir (Giines ve ark., 2010).

Peng ve digerleri (2010), biomedikal veri siniflandirmasi i¢in yeni bir 6znitelik
secim yaklagimi Onermislerdir. Bu makale, filtre ve sarmalama yaklagimlarini ardisik
arama islemlerinde secilen Ozniteliklerin smiflandirma performansini gelistirmek
amaciyla birlestirmektedir (Peng ve ark., 2010).

Unler ve Murat (2010), ikilik siniflandirma problemlerinde 6znitelik se¢imi igin
ayrik parcacik siirii optimizasyonu metodunu onermislerdir. Bu yaklasim, 6znitelik alt
kiimelerinde bulunan 6zniteliklerin bagimliliklarini ve iligkilerini dinamik olarak hesaba
katan adaptif 6znitelik se¢im islemini kapsamaktadir (Unler ve Murat, 2010).

Yang ve Yang (2010), Oznitelik se¢imi i¢in yeni bir gelistirilmis C-Agag
yaklagimi 6nermislerdir. Bu makalede, yiiksek oranda sikistirilmis C-Agaglar tiretilmis
ve daha sonra her bir 6zniteligin iliskisi 6l¢en etkili bir puanlama sunulmustur (Yang ve
Yang, 2010).

Wang ve digerleri (2010), Gaussian ARD (Automatic Relevance
Determination=Otomatik Iliski Belirleme) kernelleri ile kernel polarizasyonunun
optimizasyonu vasitasiyla Destek vektor makineleri (DVM) i¢in Oznitelik se¢imi
onermiglerdir. DVM i¢in etkili bir 6znitelik secim metodu sunmuslardir. Bu metodun
temel diisiincesi, kernel polarizasyonunun optimizasyonu vasitasiyla Gaussian ARD
kernellerinin hiper parametrelerini ayarlamaktir (Wang ve ark., 2010).

Morais ve Aussem (2010), yeni Markov sinir1 tabanli 6znitelik alt kiimesi se¢im
algoritmas1 onermislerdir. Veri kiimelerindeki olasiliksal siniflandirma i¢in yararli olan
rastgele degiskenlerin minimum alt kiimesini tespit etmek hedeflenmistir (Morais ve

Aussem, 2010).
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Hu ve digerleri (2010), komsulugun yumusak gecislerine (neighborhood soft
margin) dayanan Oznitelik gelisimi ve secimiyle ilgili caligma yapmislardir. Bu
calismada, farkli siniflara arasindaki minimum mesafeyi 6lgmek i¢in komsuluk marjini
ve komsuluk yumusaklik marjiniyle ilgili yeni bir fikir onerilmistir (Hu ve ark., 2010).

Arias-London ve digerleri (2010), ses patalojisi algilama i¢in HMM-tabanlh
(Hidden Markov Models=Sakli Markov Modelleri) 6znitelik uzay doniisiimii vasitasiyla
gelistirilen yeni bir 6znitelik doniisiim metodu onermislerdir. Istatistiksel doniisiimler
Sakli Markov Modellerine dayanmaktadir (Arias-Londono ve ark., 2010).

Nanni ve Lumini (2010), mikro-dizi veri siniflandirmasi i¢in Ortogonal Dogrusal
Diskriminant Analiz tabanli Ardisik Ileri Yonde Kayan Se¢imi ve Destek Vektor
Makinelerini 6nermislerdir (Nanni ve Lumini, 2010).

Zhao ve Davis (2009), Karinca Kolonisi Algoritmasmi (bir siirii zekas1 tabanl
optimizasyon metodu) yumurtalik kanser tanilamasi i¢in yeni bir 6znitelik metodu
olarak kiitlesel tayf verisinden uygun dalgacik katsayilarini se¢gmekte kullanmiglardir
(Zhao ve Davis, 2009).

Li ve digerleri (2011), 6znitelik se¢cimi sorununu ¢ézmek i¢in korelasyon tabanl
Oznitelik kiimeleme ve Destek Vektor Makinesi tabanli 6znitelik siralama 6nermislerdir.
Korelasyon-tabanli kiimeleme, iki 6zellik arasindaki korelasyona dayali bazi kiimelerin
ozelliklerini gruplandirmak i¢in sunulmustur.(Li ve ark., 2011)

Manimala ve digerleri (2011) tarafindan iki yeni sarmalayici tipte hibrit
hesaplama teknikleri, 6znitelik se¢cimi ve parametrelerin optimizasyonu i¢in dokuz tiir
glic sorununu smiflandirmak amaciyla Onerilmistir. Oznitelikler, Ayrik Dalgacik
Doniisiimii kullanilarak secilmistir (Manimala ve ark., 2011).

Bermejo ve digerleri (2011) ¢alismalarinda, 6znitelik alt kiimesi se¢im slirecini
hizlandirmak amaciyla sarmalayict degerlendirmelerin sayisini azaltarak, meta-sezgisel
tabanli bir stokastik algoritma 6nermislerdir (Bermejo ve ark., 2011).

Giinal calismasinda (2012), hem filtre hem de sarmalayici 6znitelik islem
adimlarindan olusan bir hibrit 6znitelik se¢imi stratejisi onermistir. Metin 0zniteliklerini
azaltmak ve ilgili 6znitelikleri segmek i¢in kullanmistir (Giinal, 2012).

Daliri (2012), farkli tibbi hastaliklarm tanis1 i¢in ikili pargacik siirii
optimizasyonu algoritmasi kullanarak bir 6zitelik secim stratejisini dnermistir. Destek
vektor makineleri ikili parcacik siiriisti optimizasyonu uygunluk fonksiyonu bulmak igin

kullanmustrr. (Daliri, 2012)
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Boutsidis ve Magdon-Ismail (2013), k-means kiimelemesi i¢in bir 6znitelik
secimi tlizerinde c¢alismislardir. Calismalarinda, bagil hatayr garanti eden k-means
kiimeleme i¢in ilk belirleyici 6znitelik se¢im algoritmasini sunmuslardir (Boutsidis ve
Magdon-Ismail, 2013).

Inan ve digerleri (2013), meme kanserinin tespitinde, birliktelik kurallar:
(apriori) ile Temel Bilesen Analizi kullanilarak gelistirilen yeni bir hibrit 6znitelik
secimi yontemi Onermislerdir. Bu Onerilen sistemi c¢apraz dogrulama ydntemi

kullanarak YSA smiflandiricisinda test etmislerdir (Inan ve ark., 2013).



12

3. MATERYAL VE METOT

3.1. Materyal

Tez calismasinda kullanilan veri kiimeleri, UCI (University of California, Irvine)
Makine Ogrenmesi Veritabanindan alinmustir (UCI veritabani, 2012). Bu veri tabani,
siniflandirma i¢in makine 6grenmesi kullanan arastirmacilar arasinda yaygim bir sekilde
kullanilmaktadir. Bu yiizden gelistirilen metotlarin performanslarinin diger metotlarla
karsilastirilabilmesi acisindan bu veritabaninda bulunan Statlog kalp, SPECT kalp,
meme kanseri, hepatit, karaciger ve diyabet hastaligi veri kiimeleri se¢ilmistir. Bu
calismada ele alinan veri kiimeleri asagida verildigi gibi kisaca agiklanmigstir.

Gelistirilen algoritmalar, Intel(R) Xeon(R) E5-1650 0 @ 3.20 GHz CPU, 8 GB
RAM, Win 7 (64 bit) isletim sistemine sahip bir bilgisayarda ¢alistirilmistir.

3.1.1. Statlog kalp veri kiimesi

Kalp hastaligi, kalbin kan odaciklarin1 veya kalp kasmi etkileyen ve kan
odaciginin darlagsmasi1 veya kan akismin blokaji gibi problemlere neden olan bir
hastaliktir. Kalp hastaliginin belirtileri, gogiis agrisi, asmr1 yorgunluk, yiiksek kan
basimci ve kan sekeridir. ilave olarak, kalp hastaligmnin birkag¢ bigimi vardir: kalp atag,
kalp agris1 ve kalp tiimorii v.b (Yan ve ark., 2006).

Statlog kalp veri kiimesi, Cleveland Klinik Vakfi’'ndan gelmektedir ve 270
ornekten olugmaktadir. Bu veri kiimesi, orjinalinde 303 ornek icermektedir ancak
bunlardan 6’s1 kayip sinif degerleridir, boylece geriye 297 kalmaktadir. Bunlardan 27’si
tartigmali bir durum ortaya koydugu i¢in toplam 270 6rnek kalmaktadir (Yao ve Liu,
1997; Polat ve Giines, 2009). Bu veritabanindaki 270 6rnekten 150 tanesi “hastalik yok™
sinifina (% 55.56), 120 tanesi de ‘“‘hastalik var” sinifina(% 44.44) aittir. Her bir 6rnek,
13 Oznitelik igermektedir ve bunlar: yas (29-77), cinsiyet (erkek, kadm), gogilis agrisi
tipi (anjina, asympt, notang, abnang), istirahat halinde kan basinc1 (94-200), mg/dl’daki
Serum kolesterolii (126-564), aclik kan sekeri >120 mg/dl (0,1), istirahat
elektrokardiyografi sonuglar1 (norm, abn, hyper), elde edilen maksimum kalp hiz1 (71-
202), Angina’ya neden olan uygulama (0,1), oldpeak = istirahatla ile ilgili uygulama
tarafindan olusan ST depresyon (0-6.2), ST parg¢asinin maksimum uygulama egimi

(yukari, diiz, asagi), flourosopy ile renklendirilmis ana damarlarm sayisi (0-3),
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talasemidir (normal, de§ismez hasar, diizeltilebilir hasar) (Polat ve ark., 2007;
Kahramanli ve Allahverdi, 2008; Ozsen ve Giines, 2008). Cizelge 3.1°de kalp hastalig
veri kiimesinin Oznitelik tiirleri, deger araliklari, ortalamalar1 ve standart sapmalari

verilmistir (Polat, 2008).

Cizelge 3.1. Kalp hastalig1 veri kiimesinde bulunan 6zniteliklerin istatistiki degerleri (Polat, 2008; UCI
veritabani, 2012)

Oznitelik  Oznitelik Tiirii Oznitelik Deger  Ortalama  Standart

Numarasi Araligi Degeri Sapmast

1 Yas 29 -77 54.433 9.0922

2 Cinsiyet 0-1 0.67778 0.46733

3 Gogiis agrisi tipi 1-4 3.1741 0.94833

4 Istirahat halinde kan basmci 94-200 131.34 17.829

5 Serum kolesterolil 126-564 249.66 51.59

6 Aclik kan sekeri 0-1 0.14815 0.35525

7 Istirahat halinde elektrokardiyografik ~ 0-2 1.0222 0.99604
sonuglari

8 Maksimum kalp hizinin elde edilmesi  71-202 149.68 23.123

9 Angina’ya neden olan uygulama 0-1 0.32963 0.47008

10 Istirahatla ile ilgili uygulama 0-6.2 1.05 1.1431
tarafindan olugan ST depresyon

11 ST pargasimnin maksimum uygulama 1-3 1.5852 0.61325
egimi

12 Fluoroscopy tarafindan renklenen 0-3 0.67037 0.94215
odaciklarin sayisi

13 Talesemi 3-7 4.6963 1.9371

3.1.2. SPECT Kkalp veri kiimesi

Bu veri kiimesi, 6zel bir tomografik tetkik olan Tek Proton Emisyonlu
Bilgisayarli Tomografi (SPECT) goriintiilerinden kalp hastaligi teshisiyle ilgilidir.
SPECT goriintiileri veri kiimesinde, 267 tane 6rnek bulunmaktadir ve her bir hasta
“normal” ve “anormal” olmak {izere iki kategoride smiflandirilmistir. Bu
veritabanindaki 267 Ornekten 55 tanesi “normal” smifina, 212 tanesi de “anormal”
sinifina aittir. Bu veri kiimesi, 22 adet 6znitelige sahiptir ve veri dagilimi1 dengesizdir
(UCT veritabani, 2012). Cizelge 3.2’de bu veri kiimesinde bulunan Oznitelik tiirleri,

deger araliklari, ortalamalar1 ve standart sapmalar1 verilmistir (Polat, 2008).
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Cizelge 3.2. Kalp ile ilgili SPECT goriintiileri veri kiimesinde bulunan bazi dzniteliklerin istatistiki
degerleri (Polat, 2008; UCI veritabani, 2012)

Oznitelik Oznitelik Ortalama Standart
Numarasi Deger Araligi Degeri Sapmasi
1 0-1 0.44569 0.49704
2 0-1 0.24719 0.43138
3 0-1 0.39326 0.48847
4 0-1 0.28464 0.45124
20 0-1 0.3221 0.46728
21 0-1 0.3633 0.48095
22 0-1 0.41199 0.49219

3.1.3. Meme kanseri veri Kiimesi

Kanser, hiicrelerin viicuttaki islevini kaybederek kontrolsiiz ¢ogalmasi ve
boliinmeye baslamasidir. Kanser hiicreleri birikerek tlimorleri olustururlar. Tiimorler,
iyl huylu veya kotii huylu olabilir (Akay, 2009). Diinyada kotii huylu tiimorlerden
kaynaklanan kanser hala baglica 6liim sebebi olmaktadir. 2007°de 7.9 milyon insanin
kanserden 6ldiigii kayitlara gecmistir (World Health Organization, 2011). Kanserler
olusmaya basladiklar1 organa goére isimlendirilirler. Bu yiizden meme dokusunda olusan
hiicre bliytimesine de meme kanseri ismi verilmistir. Meme kanseri, kansere bagli 6liim
nedenleri arasinda akcigerden sonra kadinlarda 2. siradadir (Akay, 2009). Diinya saglik
orgiitiiniin verilerine gore 2008’de yaklasik 460000 kadin meme kanserinden 6lmiistiir
(World Health Organization, 2011). Meme kanseri erkeklerde nadiren goériinmesine
karsm, kadinlarda her sekiz kadindan birinde hayati boyunca bir kez etkili olmaktadir.
Hatta Kanada da son zamanlarda yapilan arastirmada bu oranin 1/3 oldugu tespit
edilmistir.

Bilim adamlar1 meme kanserine sebep olan genetik faktorler, oburluk, yaslanma
gibi etkileri bilmelerine ragmen bu kanser tiirline yakalanmayi Onleyici bir tedavi
gelistirememislerdir (Chou ve ark., 2004). Bu durumda en uygun tedavi yontemi erken
teshistir. Hastaligin erken evresinde teshis edilmesi pek c¢ok hayat kurtarmaktadir.
Hastalik siiphesi tasiyanlar tibbi analiz sonuglar1 kanserin teshisinde kullanilir. Bu
analizler; sosyal istatistikleri, kan degerleri, tibbi goriintileme cihazlarinin
ciktilari(rontgen, MR, dopler, mamografi) olarak siralanabilir. Goriildigli gibi analizler
sonucunda, ¢ok sayida degerlendirmeyi gerektiren veri olusmaktadir. Veri miktarindaki

bu hizli artis, medikal tibbi teshiste bu verilerin etkin kullanimin1 gerekli kilmistir.
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Bu veri kiimesi Dr. William H. Wolberg tarafindan Wisconsin-Madison
Hastanelerinde toplanmistir. Bu veri kiimesinde toplam 699 veri kaydi bulunmaktadir.
Ancak bu kayitlardan 18’inde veri eksikligi bulundugu i¢in bu eksik veriler, verinin ait
oldugu smaifta sik karsilasilan degerlerle tamamlanmistir. Veritabanindaki herbir kayit 9
adet Oznitelige sahiptir ve Cizelge 3.3’de bu Oznitelik tiirleri, deger araliklari,

ortalamalar1 ve standart sapmalar1 verilmistir (Karabatak ve ark., 2008).

Cizelge 3.3. Meme kanseri veri kiimesinin dznitelikleri (Karabatak ve Ince, 2009; UCI veritabani, 2012)

Oznitelik  Oznitelik Tiirii Oznitelik Ortalama  Standart
Numarasi Deger Araligt  Degeri Sapmast
1 Hiicre kalmlig 1-10 4.42 2.82
2 Hiicre boyutlarinin benzerligi 1 - 10 3.13 3.05
3 Hiicre sekillerinin benzerligi 1-10 3.20 2.97
4 Sinirsal uygunluk 1-10 2.80 2.86
5 Tekli epitel hiicre boyutu 1-10 3.21 2.21
6 Tek ¢ekirdekli 1-10 3.46 3.64
7 Esnek kromatin 1-10 3.43 2.44
8 Cok cekirdekli 1-10 2.87 3.05
9 Mitoz bdliinme 1-10 1.59 1.71

Bu c¢cizelgede verilen Ozniteliklerin 1 ile 10 arasinda degerler aldigi
goziikkmektedir. Buna gore Oznitelik degeri 1 ise Ozniteliklerin normal oldugu ancak
I’den 10’a dogru gittikce Oznitelik degerlerinin anormallestigi ve meme kanser
thtimalinin arttig1 géz 6niinde bulundurulmalidir. Bu veritabanindaki 699 verinin, 241’1
yani % 34.5’1 meme kanseri i¢in 1y1 huylu, 458’1 yani % 65.5°1 ise kotii huylu oldugunu
gostermektedir (Ubeyli, 2007; Karabatak ve ark., 2008; Karabatak ve Ince, 2009; UCI
veritabani, 2012).

3.1.4. Hepatit veri kiimesi

Bu veri kiimesinin amaci, hasta iizerinde gerceklestirilen ¢esitli tibbi testlerin
sonucuna gore hastada Hepatitin varligimi1 ya da yoklugunu tahmin etmektir. Bu veri
kiimesi Yugoslavya’daki Jozef Stefan Enstitii tarafindan bagislanmistir. Hepatit veri
kiimesi iki farkli sinifa ait 155 6rnegi igerir. Bu veri kiimesinde eksik 6znitelik degerleri
bulunmaktadir ve bu eksik veriler o smifimin sik karsilagilan degerlerine gore
tamamlanmistir. Hepatit veri kiimeside bulunan 19 06znitelikten 13 tanesi ikilik
degerlere (0, 1) ve 6 tanesi ise ayrik degerlere sahiptir. Cizelge 3.4’de hastadan elde
edilen belirtilerin Oznitelikleri ve deger araliklar1 verilmistir (Blake ve Merz, 1998;

Polat ve Giines, 2007).
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Cizelge 3.4. Hepatit veri kiimesi i¢in 6znitelik tiirii ve degerleri (Blake ve Merz, 1998; Polat ve Giines,
2007; UCI veritabani, 2012)

T ot O
1 Yas 7-78
2 Cinsiyet Bayan, Erkek
3 Steroid Hayir, Evet
4 Antiviraller Hayir, Evet
5 Bitkinlik Hayir, Evet
6 Keyifsizlik Hayir, Evet
7 Istahsizlik Hayir, Evet
8 Karaciger biyiikligii Hayir, Evet
9 Karaciger sertligi Hayir, Evet
10 Dalak belirginligi Hayir, Evet
11 Spiders Hayir, Evet
12 Karinda su toplanmasi Hayir, Evet
13 Varisler Hayir, Evet
14 Bilirubin 0.3-8
15 Alkalin Fosfalt 26-295
16 Sgot (karaciger 14-648

harabiyetinde serumda

yiiksek seviye gosteren bir

enzim)
17 Alblimin 2.1-6.4
18 Pihtilagma siiresi 0-100
19 Histoloji No, Yes

3.1.5. Karaciger hastalhig: veri kiimesi

Karaciger hastalig1 veri kiimesi, BUPA Karaciger Bozukluklar1 olarak da
adlandirilmaktadir. Karaciger bozukluklar1 veritabani 6 6znitelik icerir. Bunlar mcv,
alkphos, sgpt, sgot, gammagt ve i¢ki icme Ozniteligidir. Bu veri kiimesinde toplam 345
veri bulunmaktadir ve bu veriler bekar erkeklerden alinarak olusturulmustur. Bu
orneklerden 200 adet veri sinif “1”e ait geriye kalan 145 veri ise diger sinifa aittir. Ik 5
oznitelik, asir1 alkol tiiketiminden kaynaklanan karaciger bozukluklarma duyarli oldugu
diisiiniilen tiim kan testlerinden olugsmaktadir. Bu veri kiimesi Richard S. Forsyth ve ark
tarafindan 1990°da verilmistir. Cizelge 3.5’de Ozniteliklerin tiirleri, deger araliklari,

ortalamalar1 ve standart sapmalar1 verilmistir (Chang ve ark., 2012).
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Cizelge 3.5. Karaciger hastalig1 veri kiimesi i¢in 6zniteliklerin isimleri ve deger araliklari (Chang ve ark.,
2012; UCI veritabani, 2012)

Ozelllik  Oznitelik Oznitelik Acilim1 Oznitelik  Ortalama  Standart
Numarast  Tiirii Deger Degeri Sapmast
Araligi
1 mcv Mean corpuscular volume (alyuvarin 65-103 90.159 4.448
ortalama hacmi)
2 alkphos Alkaline phosphotase (Organik 23-138 69.869 18.347

fosfatlarin, alkalen ortamda hidrolizini
katalize eden enzim)

3 sgpt Alamine aminotransferase(serumda 4-155 30.405 19.512
yiiksek seviye gosteren bir karaciger
enzimi)

4 sgot Aspartate aminotransferase(karaciger 5-82 24.643 10.064

harabiyetinde serumda yiiksek seviye
glsteren bir enzim)

5 gammagt Gamma-glutamyl transpeptidase 5-297 38.284 39.254
(karaciger hastaliklarinda plazmada
yiiksek seviye gosteren bir enzim)

6 drinks Giinde tiiketilen alkollii igeceklerin 0-20 3.455 3.337
yarim litrelik esdeger sayisi

3.1.6. Diyabet veri kiimesi

Bu veri kiimesi, her 6rnek sekiz klinik bulgudan olusan 8 6znitelige sahip 768
veri igerir. Bu Oznitelikler Cizelge 3.6’da ayrintili olarak verilmistir. Bu veri kiimesi
icinde tiim hastalar en az 21 yasinda ve Phoenix, Arizona, ABD yakininda yasayan
Pima Hintli kadinlardan olusmaktadir. Sonuglar Ikili degisken degerlerini yani “0” veya
“171 almaktadir. “1” diyabet i¢in pozitif test anlami yani hastaligm oldugu, “0” ise
olumsuz bir test yani hastaliin olmadig1 anlami tagimaktadir. Smif “1” i¢in 268 vaka
vardir ve smif “0” i¢in 500 vaka bulunmaktadir. Cizelge 3.6’da Oznitelikler ve

paremetreleri verilmistir (Polat ve ark., 2008).

Cizelge 3.6. Diyabet veri kiimesinin 6znitelikleri ve paremetreleri (Polat ve ark., 2008; UCI veritabani,

2012)
Ozelllik  Oznitelikler Oznitelik Ortalama  Standart
Numarasi Deger Araligt  Degeri sapmasi
1 Hamilelik sayis1 0-17 3.8 34
2 Oral glikoz tolerans testindeki plazma ~ 0-199 120.9 32.0
glikoz konsantrasyon (2 h)
3 Diyastolik kan basinci (mm Hg) 0-122 69.1 194
4 Kol kas1 derisinin kath kalinligi(mm) 0-99 20.5 16.0
5 2 saatlik serum ensiilini (mu U/ml) 0-846 79.8 115.2
6 Viicut kitle indeksi (kg/m”2) 0-67.1 32.0 7.9
7 Diyabet kokeni fonksiyonu 0.078-2.42 0.5 0.3
8 Yas (yil) 21-81 33.2 11.8




18

3.2. Metot

3.2.1. Oznitelik secimi

Oznitelik se¢imi, orijinal znitelikler alt kiimesi segen bir siirectir (Liu ve Yu,
2005). Bir 0znitelik alt kiimesinin en iyi olup olmadigina bir degerlendirme kriteriyle
Olciildiikten sonra karar wverilir. Tipik bir Oznitelik secim stireci Sekil 3.1°de
gosterilmistir ve 4 temel adimdan olusmaktadir. Bunlar; alt kiime {iretimi, alt kiime
degerlendirmesi, durdurma kriteri ve sonu¢ dogrulamasidir (Dash ve Liu, 1997). Alt
kiime tiretimi, belirli bir aragtirma stratejisi temelli degerlendirme i¢in aday 6znitelik alt
kiimeleri iireten bir arastrma prosediiriidiir (Langley, 1994; Liu ve Motoda, 1998).
Belirli bir degerlendirme kriterine gore her bir aday alt kiimesi degerlendirildikten sonra
bir onceki en 1yi degerlendirme kriterine sahip aday alt kiimesiyle karsilastirilir. Eger
iretilen yeni alt kiime, degerlendirme kriterine gore daha iyiyse, Onceki en iyi olan
kiime ile yer degistirir. Alt kiime {iretimi ve degerlendirme siireci, durdurma kriterine
ulagincaya kadar tekrar eder. Daha sonra, bu secili en 1yi alt kiimenin, ¢ogunlukla
gercek-diinya veri kiimeleri vasitasiyla farkli testlerle dogrulanmasi ihtiyaci ortaya
cikar. Oznitelik secimi, smiflandirma, kiimeleme, birliktelik kurallar1 gibi veri
madenciliginin birgok alaninda kullanilabilir. Misal olarak dznitelik secimi, Istatistik’te
alt kiime veya degisken se¢imi olarak da adlandirilmaktadir (Miller, 2002). Ozellikle
literatiirdeki calismalar smiflandirma ve kiimeleme i¢in Oznitelik se¢imi algoritmalari

iizerine yogunlagsmistir (Liu ve Yu, 2005).
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Orijinal Kiime

Y
Altkiime Uretimi

A

Altkiime

A
Altkiime Degerlendirmesi

Altkiimenin
degeri

Durdurma
Kriteri

Hayir

Sonu¢ Dogrulamasi

Sekil 3.1. Oznitelik se¢im siireci (Liu ve Yu, 2005)

Farkli degerlendirme kriteri ile dizayn edilen Oznitelik se¢im algoritmalari,
genelde ii¢ kategoriye ayrilmaktadir: filtre modeli (Liu ve Setiono, 1996; Dash ve ark.,
2002; Yu ve Liu, 2003), sarmalama modeli (Caruana ve Freitag, 1994; Kohavi ve John,
1997) ve hibrit modeli (Das, 2001; Xing ve ark., 2001). Filtre modeli, 6znitelik alt
kiimelerini degerlendirmek ve segmek i¢in verilerin genel karakteristiklerine dayanir ve
herhangi bir madencilik algoritmas1 kullanmaz. Sarmalama modeli, performans
degerlendirme kriteri olarak dnceden belirlenmis bir madencilik algoritmasmni kullanir.
Kullanilan madencilik algoritmasi, daha iyi olan Oznitelikleri arastirarak madencilik
performansimi gelistirmeyi hedefler. Ancak sarmalama modeli sayisal olarak filtre
modelinden daha maliyetli olma egilimindedir (Langley, 1994; Kohavi ve John, 1997).
Hibrit model ise, farkli arama evrelerinde, bu iki modelin farkli degerlendirme kriterini
kullanarak iki modelden de avantaj elde etmeye calisir (Liu ve Yu, 2005). Sekil 3.1°de
gosterildigi gibi, 6znitelik secim siirecini olusturan dort temel adim detayl bir sekilde

asagida aciklanmstir.

3.2.1.1. Alt kiime iiretimi

Alt kiime tiretimi, temelde degerlendirme i¢in arama uzayindaki her bir duruma

karsilik gelen bir aday alt kiimenin belirlendigi sezgisel bir arama siirecidir. Bu siirecin
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yapisi, iki temel konu ile belirlenmektedir. Ik olarak; sirasiyla arama yoniine etkide
bulunan arama baslangi¢c noktasina veya noktalarina karar verilmelidir. Arama bir bos
kiime ile de baslayabilir ve ardi ardina 6znitelikler ekler (6rnegin; ileri), ya da bir tam
kiime ile baslar ve ardi ardina 6znitelikleri ortadan kaldirir (6rnegin; geriye dogru), veya
bu islem her iki sekilde de baslayip, 6znitelikleri es zamanl olarak ekler ve kaldirir
(6rnegin; iki yonlii). Arama ayni zamanda rasgele olarak se¢ilmis bir alt kiime ile de
baslayabilir (Doak, 1992). Arama baslangi¢ noktasinin belirlenmesinden sonra, arama
stratejisinin ne olacagma karar verilmelidir. N adet 6znitelige sahip bir veri kiimesi i¢in,
2N adet aday alt kiimesi bulunmaktadir. Bu arama uzayi, orta dereceli bir N dznitelik
degerine sahip olsa bile genis kapsamli ve ayrintili arama gerekmektedir. Bu yiizden,

farkli stratejiler kesfedilmistir (Liu ve Yu, 2005): Tam, ardisik ve rastgele arama.

Tam Arama: Bu strateji, kullanilan degerlendirme kriterine gore en iyi sonuca
ulasmay1 garanti eder. Ancak farkli sezgisel fonksiyonlar, en 1yi sonuca ulasma
ihtimalini tehlikeye atmadan arama uzayni daraltabilir. Bundan dolay1, arama uzay: 2"
oldugu halde daha az sayida alt kiime degerlendirilir. Buna dal ve smir metotu

(Narendra ve Fukunaga, 1977) ve demet aramas1 metodu ornek verilebilir (Doak, 1992).

Ardisik Arama: Bu yontemde tam aramadan vazgecilir ancak bu durumda en
iyi alt kiimeleri kaybetme riski ortaya cikar. Ardisik aramanin, Ardisik Ileri Yonde
Se¢im, Ardisik Geri Yonde Secim ve Iki Yonli Segim gibi, pek ¢ok ¢esidi
bulunmaktadir (Liu ve Motoda, 1998). Bu yaklasimlarin hepsi, her seferinde bir
Oznitelik ilave eder ya da ortadan kaldirir. Bir diger alternatif, bir adimda p adet
oznitelikleri eklemek veya kaldirmaktir. Ardigik arama ile algoritmalarm uygulanmasi
basitlesir ve arama uzayinda degerlendirilecek alt kiime sayisi daha az oldugu icin

sonuglar hizli bir sekilde iiretilir (Liu ve Yu, 2005).

Rasgele Arama: Bu arama stratejisi, rasgele olarak se¢ilmis bir alt kiime ile
baslar ve iki farkli yonde ilerler. Bunlardan birisi, yukaridaki klasik ardigik yaklasimlara
rasgeleligi uygulayan ardisik aramayi takip etmektir. Digeri ise tamamen rasgele bir
tarzda sonraki alt kiimeyi iiretmektir bu ayn1 zamanda Las Vegas algoritmasi olarak da
bilinir (Brassard ve Bratley, 1996). Biitiin bu yaklasimlar i¢in rasgeleligin kullanima,

arama uzayinda lokal optimumdan kagmada yardimci olur (Liu ve Yu, 2005).
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3.2.1.2. Alt kiime degerlendirmesi

Yeni dretilmis her alt kiimenin bir degerlendirme kriteri araciligiyla
degerlendirilmesine ihtiya¢ vardir. Bir alt kiimenin miikemmelligi, her zaman belirli bir
kriter vasitasiyla belirlenir. Bir degerlendirme kriteri, secilmis Oznitelik alt kiimesine
uygulanan veri madencilik algoritmasinin bagimliligina dayanarak iki gruba ayrilabilir.
Bunlar; bagimsiz ve bagimli kriterlerdir (Liu ve Yu, 2005).

Bagimsiz Kriter

Bagimsiz kriter, tipik olarak filtre modeli algoritmalarinda kullanilir. Bu kriter,
herhangi bir madencilik algoritmasi ile iligkili olmaksizin, egitim verilerinin kendine
O0zgii karakteristiklerini isleyerek bir Oznitelik ya da Oznitelik kiimesinin
miitkemmelligini degerlendirmeye ¢aligir. Popiiler bagimsiz kriterlerden bazilari; mesafe
Olciimleri, bilgi dlgtimleri, bagimlilik 6lctileri ve kararlilik 6lgiimleridir (Almuallim ve

Dietterich, 1994; Liu ve Motoda, 1998; Hall, 2000).

Mesafe Olgiimleri, ayn1 zamanda ayrilabilirlik, uzaksaklik veya ayrimsama
olciimleri olarak da bilinmektedir. Iki-smifli bir problem igin iki smifi miimkiin
oldugunca ayirt edebilen 6znitelige ulasmaya calistigimizdan dolayi, eger X 6zniteligi,
iki-smifl kosullu olasiliklar arasinda Y 6zniteliginden daha biiyiik bir farkliliga neden
oluyorsa, bir X Ozniteligi yerine bir baska Y 6zniteligi tercih edilir. Eger s6z konusu
farklilik sifir ise, X ve Y’nin aywrt edilmesi ve dolayisiyla se¢ilmesi olanaksizdir (Liu ve

Yu, 2005).

Bilgi olgiimleri, tipik olarak bir Ozniteligin bilgi kazancini belirler. Bir X
Ozniteliginden elde edilen bilgi kazanci, X’in 6nceki belirsizligi ile beklenen sonraki
belirsizligi arasindaki fark olarak tanimlanir. Eger X”den elde edilen bilgi kazanc1 Y’den
elde edilenden daha biiyiik ise X 6zniteligi ¥ 6zniteliginin yerine tercih edilir (Liu ve

Yu, 2005).

Bagimlilik 6lgiimleri, ayn1 zamanda korelasyon Olgiimleri veya benzerlik
Olciimleri olarak da bilinmektedir ve bir degiskenin degerini bagka bir degerden tahmin
edebilme kabiliyetini Olgerler. Simiflandirma i¢in Oznitelik se¢iminde amag bir
Ozniteligin smifla ne kadar saglam ve giiclii bir sekilde iligkili oldugunu bulmaktir. Eger
X Ozniteligi ve C smifi arasindaki iligki, Y 6zniteligi ve C sinifi arasindaki iliskiden daha

yiiksek ise, bir X 6zniteligi bagska bir Y 6zniteligi yerine tercih edilir. Kiimeleme i¢in
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oznitelik se¢ciminde ise iki rasgele oznitelik arasindaki iliski, ikisi arasindaki benzerligi
Olcer (Liu ve Yu, 2005).

Kararlilik olgtimleri, 6znitelik alt kiimesi se¢giminde sinif bilgisine ve Minimum-
Oznitelikler egilimine (Almuallim ve Dietterich, 1994) dayandigindan dolay:
yukaridaki 6l¢timlerden karakteristik olarak farklidir. Bu 6l¢iimler, 6znitelik kiimesinin
tamaminin yapabilecegi gibi kararl bir sekilde siniflar1 ayiran, minimum bir 6znitelik
sayist bulmaya calisir. Kararsizlik ise Oznitelik degeri olarak ayni fakat farkli smif
etiketlerine sahip olan iki durum olarak tarif edilir (Liu ve Yu, 2005).

Bagimh Kriter

Sarmalama modelinde kullanilan bagimli kriter, 6znitelik seciminde 6nceden
belirlenmis bir madencilik algoritmasi gerektirir ve hangi O6zniteliklerin segilecegini
belirlemek i¢in secili alt kiimeler {izerinde uygulanan madencilik algoritmasmin
performansmi kullanir. Onceden belirlenmis bir madencilik algoritmas1 daha iyi
ozniteliklere ulasir ancak cogunlukla iistiin performans sarf eder yani sayisal olarak
daha maliyetli olma egilimi gosterir ve bulunan bu 0Ozitelik diger madencilik
algoritmalar1 i¢cin uygun olmayabilir (Blum ve Langley, 1997). Bir siniflandirma
gorevinde, tahmini dogruluk birincil 6l¢iim olarak siklikla kullanilirken 6znitelik

seciminde ise bagimli bir kriter olarak kullanilabilir (Liu ve Yu, 2005).

3.2.1.3. Durdurma Kriteri

Oznitelik se¢im siirecinin son adimi olan durdurma kriteri secim siirecinin ne
zaman durmasi gerektigini belirler. Siklikla kullanilan bazi durdurma kriterleri soyledir:
aramanin tamamlanmas1 durumu, Oznitelikler minimum sayis1 veya iterasyonlarin
maksimum sayis1 gibi belirlenmis bir sayiya ulagsmasi durumu, herhangi bir 6zniteligin
ilavesi veya cikarilmast halinde daha iyi bir alt kiime iiretmeme durumu, yeterli

derecede miikemmel bir alt kiime se¢ilmesi durumudur (Liu ve Yu, 2005).

3.2.1.4. Sonu¢ dogrulamasi

Sonu¢ dogrulamasi i¢in en net yol, verilere dair dnceki bilgiyi kullanan sonucun
dogrudan 6l¢iimiinii yapmaktir. Yapay veri durumunda oldugu gibi daha onceki ilgili
Oznitelikler biliniyorsa, secili Oznitelikler ile bilinen 06znitelikler kiimesinin

karsilagtirmasi yapilabilir. Bununla birlikte gercek-diinya uygulamalarinda ¢ogunlukla
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bu tiir bilgilere sahip bulunmamaktayiz. Bundan dolayi, o6zniteliklerdeki degisimle
madencilik performansindaki degisimi izleyerek bazi dolayli metotlara basvurmamiz
gerekmektedir. Misal olarak, bir secili 6znitelik alt kiimesi i¢in, smiflandirma hata
oranm1 bir vert madenciligi gorevinde performans gostergesi olarak kullaniyorsak,
“Onceki ve sonraki” denememizde, Oznitelikler tam kiimesinde ve secili alt kiimede

siniflayiciin hata oranini karsilastirabiliriz (Liu ve Yu, 2005).
3.2.2. Oznitelik secim metotlarimin gruplandirilmasi

Oznitelik se¢imi igin kullanilan pek ¢ok algoritma bulunmaktadir. Arama
stratejilerinin ve degerlendirme kriterinin, bir 6znitelik se¢imi algoritmasini tasarlamada
iki onemli faktor oldugu belirtilmisti. Buna gore arama stratejileri, Tam, Ardisik ve
Tesadiifi algoritmalar olarak gruplandirilmisti. Degerlendirme Kriterleri ise Filtre,
Sarmalama ve Hibrit algoritmalar1 olarak gruplandirilmist. Oznitelik segiminde
kullanilan algoritmalarin ¢ogunlugunu, Filtre Modeli, Sarmalama Modeli ve Hibrit

Modeli ile iliskili olarak ii¢ genel algoritma i¢cinde 6zetlenebilir (Liu ve Yu, 2005).
3.2.2.1. Filtre algoritmasi

Filtre modeli i¢indeki algoritmalar, Cizelge 3.7°de genel bir filtre algoritmasi

icinde gosterilmistir.

Cizelge 3.7. Genellestirilmis filtre algoritmasi (Liu ve Yu, 2005)

Filtre Algoritmast
giris: D(Fy, Fy, ..., F,.) /IN o6zellikli veri kiimesinin egitimi
So //aramanin baglatildig1 altkiime
0 //durdurma kriteri
ctkis: Shest //en uygun altkiime
01: begin
02: Ata: Sy = Sp;
03: Veess—degerlendir(Sy D, M) //M bagimsiz Sl¢iitii vasitasiyla Sy’1 degerlendir
04. do begin
05: S=iiret(D), //Degerlendirme i¢in altkiime tiretimi
06: y=degerlendir(S, D, M);//M ile o anki § altkiimesinin degerlendir
07: if (Vpes: ‘den y daha iyiyse)
08: Vbest= )y
09: Sbesl = S();
10: end until (0 a ulasildiginda),
11: return Sy, ;
12: end;
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Verilen bir D veri kiimesi i¢in algoritma, verilen bir Sy (bir bos kiime, bir tam
kiime ya da herhangi bir rastgele se¢ilmis alt kiime) alt kiimesinden aramay1 baglatir ve
Ozel bir arama stratejisi ile 6znitelik uzay1 iginde arama yapar. Olusturulmus her bir §
alt kiimesi, bagimsiz bir M ol¢limii tarafindan degerlendirilir ve dnceki en iy1 olan alt
kiime ile mukayese edilir. Hangisinin daha iyi oldugu anlasilirsa, o alt kiime var olan en
iyl alt kiime olarak kabul edilir. Arama, Onceden-tanimli bir 6 durdurma kriterine
ulagincaya kadar siirdiiriir. Algoritma, nihai sonug¢ olarak, mevcut en 1yl Spes alt
kiimesini bulur. Algoritmada Admm 5 ve 6’da kullanilan arama stratejilerini ve
degerlendirme Ol¢iitlerini degistirerek, filtre modeli icinde farkl bireysel algoritmalar

tasarlanabilir (Liu ve Yu, 2005).

3.2.2.2. Sarmalama algoritmasi

Cizelge 3.8’deki genellestirilmis bir sarmalama algoritmasi, alt kiime
degerlendirmesinde bir M bagimsiz 6l¢iitii yerine dnceden-tanimli bir 4 madencilik

algoritmasindan istifade edilmesi disinda, genellestirilmis filtre algoritmasi ile benzerlik

gosterir.
Cizelge 3.8. Genellestirilmis sarmalama algoritmasi (Liu ve Yu, 2005)

Sarmalama Algoritmasi
giris: D(Fy, Fy, ..., Fy.p) //N ozellikli veri kiimesinin egitimi

Sy //aramanin baslatildig: altkiime

0 //durdurma kriteri
ctkis: Shest //en uygun altkiime
01: begin
02: Ata: Sy = Sp;
03: Opest =degerlendir(S, D, A) //A madencilik algoritmasiyla S)’1 degerlendir
04. do begin
05: S=iiret(D), //Degerlendirme i¢in altkiime iiretimi
06: 0 =degerlendir(S, D, A); //4 ile o anki S altkiimesinin degerlendir
07: if (Opes: 'den 0 daha iyiyse)
08: Opess = 0;
09: Shesl = S();
10: end until (0 a ulasildiginda),
11: return Sy, ;
12: end;

Uretilmis her bir S alt kiimesi i¢in, algoritmanin iyiligi, S 6znitelik alt kiimesine
sahip verilere madencilik algoritmasmin uygulanmasiyla ve madencilikle elde edilen
sonuclarin kalitesinin degerlendirilmesiyle belirlenir. Bundan dolayi, farkli madencilik

algoritmalar1, farkli 6znitelik se¢imi sonuglar1 iiretecektir. Fonksiyon iiretimi (D) ve
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madencilik algoritmalart yoluyla arama stratejilerinde degisiklige gitme, farkh
sarmalama algoritmalariyla sonucglanabilir. Madencilik algoritmalar1 6znitelik alt
kiimeleri se¢imini kontrol etmekte oldugundan, sarmalama model daha istiin
performans sergiler. Ancak sayisal olarak filtre modelinden daha maliyetlidir (Liu ve

Yu, 2005).

3.2.2.3. Hibrit algoritmasi

Yukaridaki iki modelden avantaj elde etmek ve durdurma kriterinin dnceden-
belirlenmesinden sakinmak i¢in hibrit model, genis veri kiimelerini elde etmede
onerilmektedir (Das, 2001; Xing ve ark., 2001). Cizelge 3.9°da gosterilen tipik bir hibrit
algoritma, Oznitelik alt kiimelerini degerlendirmek i¢in hem bagimsiz bir 6l¢iit hem de

bir madencilik algoritmasindan istifade eder.

Cizelge 3.9. Genellestirilmis hibrit algoritmasi (Liu ve Yu, 2005)

Hibrit Algoritma
giris: D(Fy, Fy, ..., Fy.p) /IN ozellikli veri kiimesinin egitimi
So //aramanin baslatildig altkiime
ctkis: Shest //en uygun altkiime
01: begin
02: Ata: Sy = Sp;
03 co =card(Sy) /'Sy en énemlisini hesapla
04: Vpess—degerlendir(Sy D, M) /IM bagimsiz Sl¢iitii vasitasiyla Sy’1 degerlendir
05 Opesi=degerlendir(S, D, A) //A madencilik algoritmasiyla S,’1 degerlendir
06 for ¢ = cy+1 to N begin
07: for i =0 to N-c begin
08: 8= Spest U (Wong ve ark.) ; //Degerlendirme igin ¢ en 6nemlisiyle
altkiime {iretimi
09: y =degerlendir(S, D, M), //M ile o anki S altkiimesinin degerlendir
10: if (Vpes: ‘den y daha iyiyse)
11: Vbest= V5
12: Shesl = S();
13: end;
14: 0 =degerlendir(S vess D, A ) //A vasitasiyla S st degerlendir
15: if (0, Opes: 'den daha iyiyse)
16: Shesl =S vbesl;
17: 0/,651 = 0,'
18: else;
19: break ve return S, ;
20: end;
21: return S ;
22: end;

Buradaki algoritma, verilen bir en dnemlilik degeri i¢in en iy1 alt kiimeleri

belirlemeye yonelik bagimsiz 6l¢iiyii ve farkli en 6nemlilik degerlerine sahip en 1iyi alt
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kiimeler arasindan nihai en 1yi alt kiimeyi se¢mek i¢in madencilik algoritmasimni
kullanir. Temelde bu algoritma, verilmis bir S, alt kiimesinden aramayi baglatir
(cogunlukla, ardisik ileriye dogru se¢imde bir bos kiime) ve her bir artan en dnemlilik
degerinde en 1yi alt kiimelere ulagsmak i¢in tekrarda bulunur. ¢ en 6nemlilik degeriyle en
1yi bir alt kiime i¢in her bir seferde, kalan 6zniteliklerden bir 6zniteligi ekleyerek biitiin
olasi ¢+/ artan en Onemlilik alt kiimeleri icinde aramada bulunur. c+/ en 6nemlilik
degeri ile her yeni olusan § alt kiimesi, bagimsiz bir M 6l¢iitii araciligiyla degerlendirilir
ve oOnceki en 1yl olan alt kiimeyle ile mukayese edilir. Eger S daha iyi ise, c+1/
diizeyinde o alt kiime, mevcut en iyi S’bes, alt kiimesi olur. Her bir 6zyinelemenin
sonunda, bir A madencilik algoritmasi, c¢+/ diizeyinde S best Tizerine uygulanir ve
madencilikle elde edilen 0 sonucunun kalitesi, ¢ seviyesinde en iyi alt kiimeden elde
edilen sonug ile kiyaslanir. Eger S s, daha iyiyse, algoritma bir sonraki diizeyde en iyi
alt kiimeyi bulmaya devam eder; aksi takdirde, nihai en iyi alt kiime olarak mevcut en
1yl alt kiilmeyi durdurur ve disar1 ¢ikt1 olarak cikartir. Bir madencilik algoritmasindan
elde edilen sonuglarm kalitesi, hibrit modelde dogal bir durdurma kriteri olusturur (Liu

ve Yu, 2005).
3.2.3. Temel alinan 6znitelik secim ve boyut azaltimi yontemleri

Oznitelik secimi icin son yillarda pek ok algoritma gelistirilmistir. Tez
calismasinda gelistirilen veya hibrit olarak olusturulan sistemler, 6zellikle asagida
aciklanan Oznitelik se¢cim ve boyut azaltimi algoritmalar1 ve YAK algoritmasi temel

almarak gerceklestirilmistir.
3.2.3.1. Ardisik Ileri Yonde Secim

Ardisik Ileri Yonde Secim, Whitney (1971) tarafindan onerilen bir 6znitelik
secme yontemidir (Whitney, 1971). ALYS, basit aggozlii bir arama algoritmasidir. Bu
secim yontemi, asagidan yukariya dogru ¢alisir (Pudil ve ark., 1994).

Bos bir 6znitelik kiimesiyle isleme baslayarak, her bir adimda o anki 6znitelik alt
kiimesinin 6l¢iit fonksiyonu degerini yani J(¥, +x*) en iyileyen Oznitelik x*, alt kiimeye
eklenir. Bu islem, istenen Oznitelik boyutuna ulasincaya kadar tekrarlanir ve secilen

oznitelikler kiimesi Y, elde edilir. Ardisik ileri yonde se¢im yonteminde, her adimda tek
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bir 6znitelik alt kiimeye eklenir. AIYS ydnteminin algoritmasi Cizelge 3.10’da

verilmistir (Ladha ve Deepa, 2011).

Cizelge 3.10. AIYS yonteminin algoritmas1 (Ladha ve Deepa, 2011)

1. Bos 6znitelik kiimesi ile basla ¥, = {&}

2. Bir sonraki en iyi 6zniteligi se¢ x™ =argmax[J(Y, +x)]; x ¢ Y,
3.Gincelle Y, =Y, +x"; k=k+1

4. Git 2. Adima

Ozetle, AIYS sifir 6znitelik alt kiimesiyle baslar, biitiin 6znitelikleri tek tek
degerlendirir ve her bir adimda siniflandirma performansini ya da 6l¢iit fonksiyonun
degerini iyilestiren Oznitelik alt kiimeye eklenir. Bu dongii o anki alt kiime kendi
performansini gelistirememesine kadar devam eder (Sasikala ve Kumaravel, 2005).

Amag fonksiyonu bu algoritma i¢in kritik bir 6neme sahiptir. Bu fonksiyonun en
yiiksek degerinin bulunmasi bir optimizasyon problemidir. Kiimeleme ise 6zniteliklerin
ayirtediciliginin tespit edilmesi i¢in ideal bir yontemdir. Gelistirilen yontem, kiimeleme
problemine uyarlanmis Y AK algoritmasinin, 6znitelik se¢iminde kullanilmasi seklinde

Ozetlenebilir.
3.2.3.2. Ardisik Geri Yonde Se¢cim

Ardisik Geri Yonde Se¢im, Marill ve Green tarafindan Onerilmis bir 6znitelik
secme algoritmasidir (Marill ve Green, 1963). AGYS yontemi AIYS ydnteminin tam
tersi yoniinde yani yukaridan asagiya dogru ¢alisir (Pudil ve ark., 1994). Tam 6znitelik
alt kiimesinden baglar, sirasiyla dl¢iit fonksiyonun degerini yani J(Y —x") degerini en
tyilestirecek olan 6znitelik yani x~ ¢ikartilir. Bu islem J(¥, —x7) > J(¥,) olabildigi siirece
yani Oznitelik ¢ikartilmis alt kiimenin 6l¢iit degeri bir 6nceki ¢ikartilmamis halinden iyi

oldugu siirece devam eder. AGYS yOnteminin algoritmasi Cizelge 3.11°de verilmistir

(Ladha ve Deepa, 2011).
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Cizelge 3.11. AGYS yonteminin algoritmasi (Ladha ve Deepa, 2011)

1. Tam Oznitelik kiimesi ile basla ¥, = X
2. Kétii olan ozniteligi ¢ikart x~ = argmax[J (Y, —x)]; x €Y,
3. Giincelle Y, ,, =Y, —x"; k=k+1

4. Git 2. Adima

Ozetle, AGYS biitiin dznitelik kiimesiyle baslar ve maksimum performans

saglanincaya kadar 6znitelik ¢ikartilmasi devam eder (Sasikala ve Kumaravel, 2005).
3.2.3.3. Temel Bilesen Analizi

Temel Bilesen Analizi veri analizi i¢in sik kullanilan istatistiksel bir yontemdir.
1901 yilinda Karl Pearson tarafindan bulunmustur. Hotelling tarafindan 1933 de
gelistirilmistir.  TBA birbiriyle iliskili ¢cok sayida 6znitelik igeren veri setlerinin
boyutlarmi, eldeki veriyi daha az sayida degiskenle ifade edebilmek i¢cin daha diisiik
boyuta indirgenmesini saglayan bir doniisiim teknigidir. Dontistiirtilen degiskenler ilk
degiskenlerin temel bilesenleri olarak adlandirilir ve temel bilesenlerden ilki varyans
degeri en biiyiik olanidir. Temel bilesenlerden digerleri varyans degeri azalacak sekilde
siralanir (Jolliffe, 2002). TBA’nin 6znitelik azaltma metodu asagidaki gibi agiklanabilir.

M, t-boyutlu bir 6znitelik kiimesi olsun. n adet temel eksenler G, G, . . ., G,
olmak tizere ve burada 1<n <t dir. Bu eksenler ayn1 zamanda ortonormal eksenler
olarak da adlandirilir (Belhumeur ve ark., 1997). Buna gore kovaryans matris C

Denklem 3.1°deki gibi hesaplanir.
1. —T _
C:(Z)Z(xk_x) (X, —X) (3.1)
k=1

Burada x, e M, X orneklerin ortalamasi, L ise orneklerin sayisidir. Buna gore

Denklem 3.2 yazilabilir.

UG, =v,G,, kel,...n, (3.2)



29

Burada, v, U nun k. en biiyiik 6z degeridir. Buna gore x, € M ’nin n adet temel

bileseni Denklem 3.3 ile bulunur.
0=[44>,45-9,] = [[G,Tx, Grx,....Glx | = GTx] (3.3)

Burada, Q, x giris 6znitelik vektoriiniin n adet temel bilesen vektoriidir (Calisir
ve Dogantekin, 2011) .

Sonug olarak; Temel Bilesen Analizini bes adimda 6zetlenebilir. Birinci adimda,
veri kiimesi alinir. ikinci adimda, veri kiimesi igindeki her bir veriden, veri kiimesinin
ortalamasi cikartilir ve bdylece sifir ortalamali veri kiimesi elde edilmis olur. Ugiincii
adimda, kovaryans matrisi hesaplanir. Kovaryans, 6lgtimle belirtilen iki degisken
boyutu arasindaki dogrusal iliskiyi gosterir. Eger tek boyut arasindaki kovaryans
hesaplanirsa bu deger varyansi ifade eder. Dordiincii adimda, kovaryans matrisinin
ozdegerleri ve 6zvektorleri hesaplanir. Ozvektérleri olan nxn matrisin n tane 6z vektorii
vardir. Besinci adimda ise, bilesenleri segme ve Oznitelik vektorii olusturma islemi
yapilir. Yani en yliksek degerli 6zdeger, veri kiimesinin temel bileseni olarak segilerek
verinin sikistirilmasi ve boyutun azaltilmasi gergeklestirilir. (Belhumeur ve ark., 1997;

Jollifte, 2002; Polat, 2008).

3.2.4. Sikca kullanilan 6znitelik secim metotlar

Literatiirde ve gelistirilen sistemlerin performans karsilastirmasinda sikca

kullanilan 6znitelik segme algoritmalar1 bu baslik altinda agiklanmistir.
3.2.4.1. TBA ve Birliktelik Kurallarina Dayanan Hibrit Oznitelik Secim Yontemi

AprioritTBA (AP), biylik veritabanlarinda Oznitelikler arasindaki iliskiyi
bulmakta kullanilan birliktelik kurallarindan biri olan Aprori ile iligkili degiskenler
iceren veri kiimesinin boyutlarin1 daha az boyuta indirgenmesini saglayan bir doniisiim
teknigi olan TBA birlestirilerek olusturulmus bir hibrit 6znitelik se¢gme yontemidir. Bu

hibrit sistemin avantajlar1 sunlardir: gereksiz girisler atilarak 6nemli 6znitelikler secilir,
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boyut olarak daha az verinin olusmasi saglanir, sistemin smiflandirma basarisi artar, az
boyutlu uzaylarda daha etkin ¢alismasi sayesinde bellek ve kapasite ihtiyaclar1 azalir.
AP tekniginin ilk asamasinda, giris paramatreleri arasindaki birliktelik iliskileri
tespit edilir. Bu isilem yapilirken yeterli destek degerine ve yiiksek giivenlik degerine
sahip kurallar ¢ikartilir. Ornek olarak, 9 dznitelige sahip bir veri kiimesi igin giivenlik
seviyesi en yiiksek cikan ve Oznitelik se¢iminde kullanilabilecek nitelikteki 6rnek

kurallar Cizelge 3.12’deki gibi verilsin.

Cizelge 3.12. AP yontemi i¢in 6rnek kurallar

Girig Deger Giivenlik seviyesi
1,2,3,7=>9  1,1,1,3=>1 % 100
1,3,8,9=>2  1,1,1,I1=>1 % 100

Birinci kurala gore; 1, 2, 3, 7 giris parametreleri ayn1 degerdeyse, 9. giris
parametresi de ayni degerdedir. Bu durumda sunu soyleyebiliriz ki 9. giris, diger
girislere baglhdir. Bu yiizden siiflandirici girisinde 9. giris parametresini kullanilmaz.

Ikinci kurala gore; 1, 3, 8, 9 giris parametreleri ayn1 degerdeyse, 2. giris
parametresi de ayni degerdedir. Bu durumda sunu soyleyebiliriz ki 2. girig diger
girislere baglidir. Bu yiizden siiflandirici girisinde 2. giris parametresini kullanilmaz.

Ikinci asamada, birinci ve ikinci kuraldan geriye kalan girisler TBA uzaymna
dontstiiriiliir ve istenirse bu uzaydan giris parametresi atilabilir. Boyut olarak azaltilmis

veriler, siniflandirictya girig parametresi olarak verilebilir (Inan ve ark., 2013).

3.2.4.2. Bilgi kazancina dayanan 6znitelik se¢me algoritmasi

Bilgi kazancma dayanan dznitelik se¢cme islemi iki asamadan olusmaktadir. ilk
asamada, bilgi kazancinin hesaplanmasinda siirekli degerler kullanilmadigindan dolay1
stirekli veriler C4.5 gibi bir veri ayrici ile ayrik degerli hale getirilerek verilerin ayrigimi
gerceklestirilmektedir.

Ikinci asamada ise, ayrismuis olan bu siirekli verilerin her bir 6zniteligin bilgi
kazanc1 hesaplanmakta ve bu bilgi kazanglarina gore belli bir esik degerden kiiciik olan
oznitelikler se¢ilmemektedir.

Bilgi kazanci, veri kiimesini olusturan Oznitelik ile ¢ikis etiketi arasindaki
karsilikl1 bilgiy1 hesaplamak i¢in kullanilan bir terimdir. Bilgi kazanci hesaplanmasinda

Entropi 6l¢iistinii kullanmaktadir (Quinlan, 1986; Mitchell, 1997). Entropi, o6rneklerin
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belirsizligini 6lgmek i¢in kullanilir. Denklem 3.4’de S kiimesinin Entropi degeri
gosterilmistir.

Entropi(S)=)_—p,log, p, (3.4)

i=l1

burada pi, S kiimesindeki 7. smifa ait Orneklerin sayisinin S kiimesindeki biitiin
orneklerin sayisina oranidir. ¢, sinif sayisidir. S kiimesindeki biitiin 6rnekler ayn1 smifta
ise Entropi degeri sifirdir yani belirsizlik yoktur. § kiimesindeki drneklerin sinif sayisi
esit ise Entropi degeri maksimum degeri olan bir degerini almaktadir yani belirsizlik
maksimumdur.

Bir 6zelligin etkinlik 6lciisii bilgi kazanci terimi ile kullanilmaktadir. Denklem 3.5°de 4

ozelliginin bilgi kazanc1 Kazang(S,4) tamimlanmaktadir.

Kazang(S,A)= Entropi(S) - 2 mEntropi(Sv) (3.5)

ve Degerler(A) |S|

burada Degerler(4), A 0Ozelliginin biitiin olas1 degerlerinin kiimesidir; S ise S
kiimesindeki 4 6zelliginin v degerine sahip Orneklerinin kiimesidir. Her bir 6zelligin
bilgi kazanci hesaplandiktan sonra kullanici tarafindan girilen esik de§ere gore

oznitelikler segilir (Polat, 2008).
3.2.4.3. Kernel F-skor 6znitelik secme yontemi

F-skor yontemi, ger¢ek degerli iki sinifin ayirt edilmesi i¢in kullanilan bir
yontemdir. Bu yontemde, veri kiimesindeki her bir 6zelligin F-skor degeri hesaplanir ve
her bir 6znitelik i¢cin hesaplanan F-skor degerlerinin ortalamasi alinarak bir esik deger
belirlenir. Bu esik degerinden biiyiik olan oznitelikler segilirken digerlerinin veri

kiimesinden atilmasi saglanir. x,, k =1,...,m egitim vektorleri, n+ ve n_sirasiyla pozitif

ve negatif Orneklerin sayis1 olmak iizere i. 6zelligin F-skor degeri Denklem 3.6’daki

gibi hesaplanir (Chen ve Lin, 2003; Polat ve Giines, 2009).

—(+) — —(-) —
(xl- —xi)2+(x1~ —xi)2

1 e +) —(H) 2 1 = =) —() s
Z(xk,i —xi )+ z(xk,i —Xxi )
n_ _1 k=1

I’l+ _1 k=1

F(i)=

(3.6)
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—_ —(+) —

(+) —() . . .. . C e e
Burada, x;, x; ,x; sirasiyla tiim veri kiimesi, pozitif ve negatif veri kiimelerinin i.

ozelliginin ortalamalaridir. x."

, k. pozitif 6rneginin i. dzelligidir ve x; , k. negatif
orneginin i. 6zelligidir. Pay, pozitif ve negatif kiimeler arasindaki ayirimi gosterirken,
payda ise pozitif ve negatif kiimelerin varyanslarinit gosterir. F-skor degeri ne kadar
biiyiikse, o 0zelligin ayirt edici 6zelligi de biiyliktiir. Fakat F-skor’nun bir dezavantaji,
degiskenler arasindaki karsilikli bilgiyi hesaba katmamasidir (Chen ve Lin, 2003).
Kernel F-skor yontemi, lineer olmayan veri dagilimma sahip olan veri
kiimelerinin daha kolay siniflandirilabilir hale getirilmesi ve hesaplama maliyetinin
azaltilmasi i¢in 6nerilmistir (Polat, 2008). Bu yontemde, ilk olarak veri kiimesi kernel
(lineer veya RBF fonksiyonu) fonksiyonu ile lineer olarak ayrilabilir daha yiiksek
boyutlu bir veri kiimesine tasmir. Daha sonra, bu yiiksek boyutlu veri kiimesinin
ozniteliklerinin F-skor degerleri hesaplanir ve bu hesaplanan degerlerden yiiksek
olanlar1 (yani esik degerden biiyiik olanlar) segilir ve digerleri elimine edilir. Onerilen
Oznitelik segcme yontemi sayesinde, yiiksek boyutlu 6znitelik sayisindan, ilgisiz veya
fazla oOznitelikler uzaklagstirilir. Kernel fonksiyon kullaniminin sebebi, lineer olarak
ayrilamayan medikal veri kiimelerini lineer olarak ayrilabilir Oznitelik uzayma

doniistiirmektir. Kullanilan kernel fonksiyonlar1 (Polat, 2008):

e Lineer (Skaler ¢arpim) kernel: K(x,x")=x.x";
e RBF kernel: K(x,x") = exp(—”x —x’”2 /c?); burada o pozitif bir gercek

sayisidir.
3.2.4.4. Alt uzay temelli 6znitelik secim yontemleri

Alt uzay tabanli 6znitelik se¢im yontemleri, Ortak Alt uzay1 ve Fisher Alt uzay:
Ol¢iisii olarak isimlendirilen iki ayrilabilirlik 6lciistiniin gelistirilmesiyle elde edilmistir.
Bu iki 6l¢iiniin altinda yatan fikir, alt uzaylardaki smif-i¢i ve siniflar-arasi aymrt edici
bilgilerden faydalanmaktir (Gtinal, 2008).

Ortak alt uzayr Olciisii, alt uzay temelli ve smif-igi ortak varyans bilgisini
kullanan bir Orlintli smiflandiricis1 olan Ortak Vektor Yaklasimi yonteminden
(Glilmezoglu ve ark., 2001) faydalanmaktadir. Bu yontemde, smif-i¢i ortak varyanslarin
sifir ya da kiiciik 6z degerlerine karsilik gelen 6z vektorler ile bir farksizlik alt uzayi

olusturulur. Bir smifin ortalama vektoriiniin kendi farksizlik alt uzayma izdiistimii ise
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“ortak vektor” adi verilen ve o smifi temsil eden essiz bir vektor olusturur. Ortak alt
uzay1 Olctsii, smniflarin bu essiz 6zelligini kullanir. Bir 6znitelik kiimesindeki her bir
Ozniteligin iki sinif arasindaki Ortak alt uzay1 olgiisiinii hesaplamak i¢in dncelikle bir
smifin ortalama vektoriiniin diger smifin farksizlik alt uzayma izdiisiimii bulunur. Daha
sonra her bir Oznitelik i¢in iz distlriilmiis ortalama vektor ile diger smifin ortak
vektoriiniin 1lgili indisleri arasindaki uzaklik hesaplanir. Bu noktada, bir 6zniteligin iki
smif i¢in ayirt ediciligi fazla ise hesaplanan uzaklik biiylik olacaktir. Boylelikle, ortak
alt uzay1 olciisiiniin degeri de bliyiik ¢ikacaktir. Tersi durumda, diisiik ayirt edicilige
sahip bir Oznitelik, iz diisiiriilmiis ortalama vektoriiniin diger smifin ortak vektoriine
yakin olmasmna yol agacak, bdylece ortak alt uzay1 6lgiisii kiigiik degerli olacaktir
(Gtinal, 2008; Giinal ve Edizkan, 2008).

Fisher alt uzay1 6lgiisii ise adindan da anlasilacagi tizere, gerek sinif-i¢i gerekse
smiflar-arasi ortak varyans bilgilerinden faydalanan Fisher’in Dogrusal Ayirtag Analizi
(FDAA) olgiitiinii temel almaktadir. FDAA, temel olarak 6znitelik boyutundan daha
disik boyuttaki bir alt uzayda, ayni smifa ait Orneklerin birbirine yakin, farkh
smiflardaki 6rneklerinse birbirinden uzak olmalarini saglayacak sekilde bir doniisiim
elde etmeyi hedefler (Duda ve ark., 2001; Webb, 2002; Theodoridis ve Koutroumbas,
2003). Fisher alt uzay1 dlgiisii, iste bu alt uzay1 kullanarak 6zniteliklerin ayirt edicilik
derecelerini tespit eder. Bu baglamda, bir 6znitelik kiimesindeki 6zniteliklerin iki sinifa
dair Fisher alt uzay1 ayrilabilirlik 6l¢giilerini hesaplayabilmek i¢in oncelikle sniflarin
ortalama vektdrlerinin Fisher alt uzayimna izdiistimii aliir. Daha sonra, her bir 6znitelik
icin iki sinifin iz diisiiriilmiis ortalama vektdrlerinin ilgili indisleri arasindaki uzaklik
Olciiliir. Bu uzaklik Fisher alt uzay1 6lciisiinii temsil eder ve bu Ol¢liniin yiiksek ¢ikmasi
ilgili 6zniteligin yiliksek aywrt edicilige sahip oldugunu gosterir (Giinal, 2008; Giinal ve
Edizkan, 2008).

3.2.4.5. Tam kapsamh arama

Bu yontemde, N elemanli bir 6znitelik kiimesinden en iyi sonucu veren d

elemanl bir alt kiime elde etmek ic¢in (d} adet olas1 alt kiimelerin tamami incelenir.

Tam kapsamli arama en iyi sonucu vermesine ragmen, islem siiresi orta biiyiikliikteki

Oznitelik kiimeleri i¢cin bile olduk¢a uzundur. Bu kisitlayic1 faktérden dolayr tam
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kapsamli arama yontemi, 6znitelik segme islemlerinde ¢ok fazla tercih edilmemektedir

(Gtinal, 2008).

3.2.4.6. Dal ve siir

Narendra ve Fukunaga tarafindan gelistirilen bu yontem (Narendra ve Fukunaga,
1977), en 1iyi sonuca tam kapsamli aramadan daha kisa siirede ulasmaktadir. Ancak,
yontemin en 1yi sonuca ulasabilmesi i¢in Ol¢iit fonksiyonu tekdiize olmalidir. Bagka bir
ifadeyle, bir alt kiimeye yeni bir 6zniteligin eklenmesiyle elde edilen daha yiiksek
boyutlu yeni alt kiimeye ait 6l¢iit fonksiyonu degeri mutlaka daha biiyiik olmalidir. Aksi
takdirde, bu yontem ile en iyi ¢6ziime ulasilmast miimkiin olamaz. Genis 6znitelik
kiimeleri s6z konusu oldugunda, islem siliresi agisindan bu se¢im yontemi de ¢ok

elverisli degildir (Gtinal, 2008).

3.2.4.7. Bireysel en iyi 6znitelik secimi

Bu se¢im ydntemi, tek degiskenli bir yaklasimdir. Oznitelikler, belirlenen bir
olciit fonksiyonuna gore bireysel olarak degerlendirilir ve siralamir. Istenen sayida
ozniteligin se¢ciminde ise sirali listedeki en 6nemli 6znitelikten baslanip siradaki diger
Ozniteliklerle devam edilir. Bu yontem olduk¢a hizli olmasina ragmen Oznitelikler
arasindaki olas1 ilintileri degerlendirmedigi i¢in her zaman cok etkili olamayabilir.
Oznitelik kiimesindeki elemanlarin diisiik ilintili ya da ilintisiz olmas1 durumunda ise

olduke¢a iyi sonuclar alinabilmektedir (Giinal, 2008).

3.2.4.8. Art1/ — cikar r se¢im

Ardisik ileri ve geri yonde se¢im yontemlerinin maruz kaldigi i¢ ice olma etkisi,
secim esnasinda belli oranda ters yone hareket ederek kismen giderilebilir. Bunun i¢in,
secim isleminin bir adimida / adet Oznitelik ileri yonde se¢im ydntemiyle kiimeye
eklendikten sonra, » adet 6znitelik geri yonde secim ile kiimeden ¢ikarilir. Bu yontem,
“Art1 [ — Cikar r” olarak isimlendirilmistir (Stearns, 1976). Burada, i¢ i¢e olma etkisi
belli oranda azalmasina ragmen, yontem halen ileri ve geri yonde se¢imi temel aldig:

icin alt en 1y1 sonug verir (Giinal, 2008).
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3.2.4.9. Ardisik ileri yonde kayan se¢cim

Art1 [ — Cikar » se¢im yontemi, i¢ ige olma etkisini azaltmak icin Oznitelik
kiimesi iizerinde / ve r parametreleriyle belirlenen miktarda ardisik ekleme ve ¢ikarma
islemleri uygular. Ancak, en 1iyi1 Oznitelik kiimesini elde edebilmek icin bu
parametrelerin hangi degeri almas1 gerektigini belirleyen teorik bir yontem mevcut
degildir. Bu ylizden, (Pudil ve ark., 1994) calismasinda Onerilen ardisik ileri yonde
kayan secim yontemi / ve r parametrelerini sabitlemek yerine kaymalarmi saglar.
Boylece secimin herhangi bir adiminda, 6lgiit fonksiyonu mevcut degerinden daha iyi
bir degere ulagincaya kadar ayn1 yonde hareket edilir. Bu esnek yapi, 6znitelik kiimesi

boyutunun her adimda tekdiize olmayan bir sekilde degismesini saglar (Gtinal, 2008).

3.2.4.10. Ardisik geri yonde kayan secim

Yine (Pudil ve ark., 1994) calismasinda 6nerilmis olan bu se¢im yontemi, ardisik
ileri yonde kayan se¢imle ayni prensibe dayanir. Ancak, se¢cim islemi bu yontemde ters

yone dogru calismaktadir (Giinal, 2008).

3.2.4.11. Genetik secim

Genetik Algoritma (GA), biyolojik evrimlesme siirecini taklit eden stokastik bir
arama yontemidir (Goldberg, 1989). GA, potansiyel ¢oziimler niifusu arasindan en
uygun olanlarmm yasamasi ve bunlardan tiireyen yeni kusaklarin daha iyi ¢oziimler
iretmesi prensibine gore calisir. Coziimler, uygun bir alfabe ile kodlanmis
kromozomlara karsilik gelmektedir. Coziimlerin uygunluk derecesi ise tanimlanan bir
uyum fonksiyonu ile belirlenir. Yeni kusaklar, mevcut niifus lizerine belirli olasiliklarla
dogal genetige ait caprazlama ve mutasyon islemleri uygulanarak tiiretilir. Caprazlama
isleminde, farkli bireylere ait kromozomlardaki veriler, bir caprazlama noktasi referans
almarak birlestirilir ve yeni kusak olusturulur. Mutasyon igleminde ise bir bireye ait
kromozomun igerigi degistirilerek yeni kusak olusturulur.

GA, ilk kez (Siedlecki ve Sklansky, 1989) calismasinda 6znitelik se¢imi i¢in
kullanilmistir. Bu se¢im yOnteminde kromozomlarm uzunlugu oznitelik kiimesinin
boyutuna esittir. Kromozomlar 0 ve 1 alfabesi ile kodlanir. “1” ile ifade edilen indisler

secilen Oznitelikleri; “0” ile ifade edilenler ise se¢ilmeyen 6znitelikleri temsil eder. GA
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temelli se¢im yonteminde, niifus boyutu, kusak sayis1 ve ¢caprazlama mutasyon olasilik
degerleri deneysel olarak belirlenir. Olgiit fonksiyonu icin genellikle dogru
smiflandirma olasilig1 kullanilir (Giinal, 2008). Genetik se¢imle ilgili pek ¢ok Ornek
calisma yapilmistir (Yang and Honavar, 1998; Ishibuchi and Nakashima, 2000; Rokach,
2008).

3.2.5. Optimizasyon ile kiimeleme

Kiimeleme, bazi benzerlik Olgiitlerine dayali olarak ¢ok boyutlu verilerdeki
kiimeleri ve dogal gruplar1 aymt etme islemidir. Ornekler arasindaki benzerlikleri
degerlendirmek i¢in mesafe Olciitleri kullanilir. Bu 6lgiitlerden en sik kullanilan 6lgiit,
oklit mesafe olgiitiidiir. Kiimeleme problemi; verilen N adet nesne i¢in, herbir nesnenin
K kiimelerinden birine yerlestirilmesi, bu nesnelerle ait olduklar1 kiime merkezleri
arasindaki Oklit mesafelerinin karelerinin toplammin minimize edilmesi olarak ifade
edilir. Kiimeleme algoritmalarinin minimize edecegi bu fonksiyon Denklem 3.7’de

verilmistir (Karaboga ve Oztiirk, 2011).

2
x,-z)| (3.7)

J(w,2) =22 W,

i=1 j=l

Burada, N 6rneklerin sayisidir, K kiimelerin sayisidir, i’inci 6rnegin yeri x; (i = 1,...,
y

dir ve j’inci kiimenin merkezi z; (j = 1,...,K) ise Denklem 3.8 ile bulunabilir:

2 =— wx, (3.8)

Burada N;, j’inci kiimedeki orneklerin sayisidir. w;; ise 1 ya da 0 degerine sahip, j
kiimesi ile x; orneginin iligki agirhgidir. Eger i 6rnegi (x;) j kiimesine aitse w;=1dir,

degilse w;=0"dur.

Kiimeleme islemi, nesneleri gruplara aywrir. Nesnelerin gruplara ayrilma islemi,
denetimli ya da denetimsiz 6grenme tarafindan gerceklestirilir. Otomatik kiimeleme
olarak da isimlendirilen denetimsiz kiimelemede, egitim verisi, smf etiketlerini

belirlenmesine ihtiyag duymaz. Ancak denetimli kiimelemede, egitim verisinin de
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siniflarm etiketi 6grenme icin belirtilmelidir. YAK ile kiimeleme algoritmasinda,
denetimli kiimeleme yapildigi i¢in ele aldigimiz veri kiimeleri sinif bilgisini icermelidir.
Bu yiizden optimizasyonun hedefi, 6rneklerin kendi merkezlerine uzakliklarinin toplami
olan ama¢ fonksiyonunu minimize ederek kiimelerin merkezlerini bulmaktir (Karaboga

ve Oztiirk, 2011).

YAK ile kiimeleme algoritmasinda; adaptasyon, biitiin egitim kiimesi

ClLioun (X J )
i

orneklerinin, o Ornegin ait oldugu kiime merkezi (p ) arasinda n boyutlu

uzaydaki o©klid uzakliklarmin toplaminin minimize edilmesiyle gergeklestirilir ve

Denklem 3.9°da verilmistir (Karaboga ve Oztiirk, 2011).

D, Train

z d(x pCLknown(x/)) (3.9)

7> Pi

=5

Train  j=I

Burada Dy, egitim Orneklerinin sayisidir ve maliyet fonksiyonundaki toplam
degeri O ile 1 arasinda bir degere normalize etmek i¢in kullanilmustir. pl,CLk""‘”’(X’ " degeri,

egitim veri tabanma gore kullanilan 6rnegin ait oldugu smifin merkezini belirtir.
Burada kiimeleme i¢in kullanilan optimizasyon metodu olarak YAK algoritmasi
secilmistir. Boylelikle kiimeleme metotlarinda yeni bir yontem olan YAK’m 6znitelik

secim algoritmalarinda da kullanilabilirligi ortaya konmustur.
3.2.6. Yapay An Kolonisi algoritmasi

Dogada var olan zeki davraniglar igeren siire¢lerin incelenmesi, arastirmacilari
yeni optimizasyon metotlar gelistirmeye sevk etmistir. Siiriilerinin akilli yiyecek arama
davranisini taklit eden Yapay Ar1 Kolonisi (YAK) optimizasyon algoritmasi, Karaboga
tarafindan 6nerilmistir (Karaboga ve Akay, 2009; Karaboga ve Oztiirk, 2011; Akay ve
Karaboga, 2012). YAK algoritmas1 Cizelge 3.13’de verilmistir.
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Cizelge 3.13. YAK algoritmasi (Karaboga ve Oztiirk, 2011)

1: Egitim orneklerini yiikle
2:Baslangi¢c populasyonunu tiret z;, i=1 ...SN
3: Populasyonun uygunlulugunu ( f;) degerlendirir
4:¢cevrim=1
5. repeat
6: FOR her bir isgi art {
(Denklem 3.12) vasitasiyla yeni ¢oziim v; tiret
f; degerini hesapla
Ac¢gozlii se¢im iglemini uygula }
7: (Deklem 3.11) vasitasiyla (z;) ¢oziimleri igin p; olasilik degerlerini hesapla
8: FOR her bir gozcii art {
pi’e bagli z; ¢oziimiinii se¢
v; yeni ¢oziimii tiret
f; degerini hesapla
Ac¢gozlii se¢im iglemini uygula }
9: If her kagsif icin terk edilmiy ¢oziim varsa
then (Denklem 3.13) vasitasiyla rasgele tiretilen
yeni ¢oziim ile yer degistir
10: Simdiye kadarki en iyi ¢éziimii hafizada tut
11: ¢cevrim= ¢evrim+1
12: until cevrim=MCN

YAK algoritmasinda, yapay ar1 kolonisi 3 grup aridan olusmaktadir. Bunlar;
sirasiyla gorevli ar1 (employed bees), gozcii ar1 (onlooker bees) ve kasif ar1 (scouts
bees)’dir. Bu algoritmada, kolonideki gorevli arilarin sayis1 ayn1 zamanda gozcii arilarin
sayisia da esittir ve ayrica gorevli arilarm veya gozcii arilarin sayis1 popiilasyondaki
cOzlimlerin sayisina esittir. GOzcii ar1, yiyecek kaynagini segme kararini almak icin
dans alaninda bekleyen aridir. Gozci ari, yiyecek kaynagma bir kez gittikten sonra
gorevli ar1 ismini alir. Yiyecegi tiikenmis kaynagin gorevli aris1 da kasif ar1 haline
dontismektedir ve gorevi, yeni kaynaklar1 kesfetmek i¢in rastgele arama
gergeklestirmektir. Yiyecek kaynaginin pozisyonu, optimizasyon probleminin miimkiin
olan ¢6ziimiinli temsil eder ve yiyecek kaynaginin nektar miktari, ¢6ziimiin kalitesine

baghdir. Bu deger Denklem 3.10’daki formiille hesaplanir.

1

7 (3.10)

fi

Algoritmada, SN popiilasyon boyutunu belirtmektedir. YAK algoritmasinin ilk
safthasinda, SN c¢oziimleri i¢in yani yiyecek kaynak pozisyonlar1 i¢in baslangig
popiilasyonu rastgele tretilir. Her bir z; ¢oziimi i=/,2,3 ...SN kadar , D boyutlu

vektordiir. Burada, D ise her bir veri kiimesi i¢in kiime boyutu ve giris boyutunun iiriin
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sayisidir. Baslangigtan sonra, pozisyonlarin (¢6ziimlerin) popiilasyonu C=1/,2,.. MCN
dongiisiine kadar, gorevli arilarin, gozcii arilarm ve kasif arilarin proseslerinin
arastirilmasi tekrarlanir. Burada, MCN maksimum ¢evrim sayisidir.

Bir gorevli ari, hafizasindaki yerel bilgiye (gorsel bilgiye) bagh olarak
pozisyonda kii¢iik bir degisiklik yapar ve yeni bir kaynak iiretir. Bu ar1, yeni kaynagin
nektar miktarim1 yani fitness degerini bir Onceki kaynagm nektar miktariyla
karsilagtirarak daha ytliksek olup olmadigina bakar. Eger daha yiiksekse yeni pozisyonu
hafizaya alir ve eski olanin1 unutur. Aksi takdirde belleginde bir 6ncekinin pozisyonunu
tutar. Arastirma gorevini tamamlayan biitiin gorevli arilar, dans alanindaki gézcii arilar
ile pozisyon bilgisini ve yiyecek kaynagi nektar bilgisini paylasirlar.

Bir gozcii ar1, biitiin is¢i arilarda alinan nektar bilgisini degerlendirir ve yiyecek
kaynagmin nektar miktarma bagli bir olasilikla bir besin kaynagini secer. Bu olasilik
degeri, p;, Deklem 3.11 ile hesaplanir. Gorevli arilarin durumunda oldugu gibi gozcii ar1
hafizasindaki pozisyonda ufak bir degisiklik {iretir ve aday kaynaklarin nektar miktarimi
kontrol eder. Onun nektarmi bir dncekinden daha yiiksek olmasi kosuluyla, ar1 yeni

konumunu hafizaya alir ve eskisini unutur.

fit

=

T (3.11)
2. it

Burada SN gorevli arilarin sayisina esit olan yiyecek kaynagi sayisidir ve fit;
Denklem 3.10°da verilen ¢oziimiin uygunlugudur. Denklem 3.9°da verilen f; kiimeleme
probleminin maliyet fonksiyonudur. YAK, aday bir besin pozisyonu iiretmek igin

Denklem 3.12 yi kullanir.
v, =2; +¢;(z; —z;,) (3.12)

Burada ke{l,2,..,SN} and je{l,2,..,D} rasgele segilen indekslerdir. k rastgele

"en
1

belirlenmis olmasmna ragmen "i" den farkhdir. ¢, [-1,1] araliinda rastgele bir sayidir.

Bu z; etrafindaki komsu yiyecek kaynaklarmnin iiretimini kontrol eder ve ariya iki
yiyecek kaynaginin karsilagtirilmasini saglar.

YAK algoritmasinda gozcii ve gorevli arilar, arama alaninda faaliyet
gosterirlerken; kasif arilar kesif islemini kontrol eder ve yani nektar: tiikkenen yiyecek

kaynagini, yeni bir yiyecek kaynagi ile degistirir. Algoritmada, dnceden belirlenmis
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cevrim sayisma kadar pozisyon gelistirilmesi saglanamazsa o yiyecek kaynagi terk
edilmis kabul edilir. Onceden belirlenmis cevrim sayis1 degeri, yiyecek kaynagindan
vazgecis i¢in “/imit” olarak tanimlanir. Bu durumda, YAK’da 3 tane kontrol paremetresi
vardrr, bunlar; Isci ve gdzcii arilarin sayisma esit yiyecek kaynagi sayisi (SN),
maksimum dongii sayis1t (MCN) ve limit degeridir.

Terk edilen kaynagmn z; ve je{l1,2,..,D} oldugu farz edilirse daha sonra késif

ar1 z; ile yer degistirecek yeni bir kaynak arar. Bu islem Denklem 3.13 ile

tanimlanmaistir.

z/ =z +rand(0,1)(z] -z ) (3.13)

Her bir aday kaynak pozisyonu vj;, tiretildikten sonra YAK tarafindan gelistirilir.
Onun performans: bir dncekiyle karsilastirilir. Yeni yiyecek kaynagi, eski yiyecek
kaynagindan esit veya daha 1yi nektara sahipse, yeni yiyecek kaynagi hafizada eskisi ile
yer degistirilir. Aksi takdirde eski olan hafizada tutulur. Baska bir degisle, a¢ gozli
se¢cim mekanizmasi, eskisi ve adaylardan birisi arasinda se¢gim yapmak icin kullanilir

(Karaboga ve Oztiirk, 2011).
3.2.7. Simiflandirma
3.2.7.1. Yapay Sinir Aglan

Ozelligi segilerek boyutlar1 azaltilmis veri kiimesi, konvansiyonel bir yontem
olan ve diger yontemlere nazaran daha iyi basar1 saglayan YSA algoritmas: ile
siniflandirilmistir.  Tezde yapilan caligmalarin  bazilarinda smiflama  islemine
gecilmeden 6nce Temel Bilesen Analizi uzayma doniistiiriilerek 6n isleme yapilmstir.
YSA algoritmasinin giris sayisinin azaltilmasi ve baska bir uzaya doniistiiriilmesi;
algoritmanin hizlanmasina, siniflandirma basarisinin artmasma katki saglamistir.

Yapay Sinir Aglar1 (YSA), biyolojik olarak insanin sinir sisteminden
esinlenilerek gelistirilmis bir yapay zeka teknigidir. YSA, ¢ok sayida yap1 ve mimariye
sahiptir (Maren ve ark., 1990; Haykin, 1994). ileri beslemeli sinir aglar1 sik kullanilan
bir mimaridir. Ileri beslemeli sinir aglarmin énemli ve en sik kullanilan tiplerinden biri

de Cok Katmanh Perceptron Yapay Sinir Aglaridir (CKPYSA) (Haykin, 1994; Ubeyli
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ve Giiler, 2004; Yildirim ve ark., 2004). Sekil 3.2’de gosterildigi gibi, CKPYSA,
genellikle giris katmani, ¢ikis katmani ve bir veya daha fazla gizli katmani olmak tizere

ti¢ tip katmandan olusur.

Giris Katmanu ~ Gizli Katman  Cikis Katman

Sekil 3.2. Cok katmanli perceptron sinir ag1

CKPYSA’da, gizli katmandaki her bir j noronu giris katmanindan elde edilen

kendi wj baglantilarinin kuvvetleriyle agirliklandirildiktan sonra bu w,x, sinyalleri

toplanir ve y; ¢ikist bu toplamin bir f fonksiyonu olarak Denklem 3.14°deki gibi

hesaplanir.
Vi :f(zwﬁxi):f(lj) (3.14)

Burada f bir aktivasyon fonksiyonu, basit bir esikleme fonksiyonu veya daha
karmasik; sigmoid, hiperbolik tanjant veya radyal temel fonksiyolarindan biri olabilir
(Oztemel, 2003; Giiler ve Ubeyli, 2005). Fakat genelllikle sigmoid fonksiyonu tercih
edilir, ¢iinkii geriye yayilma islemi sirasinda, fonksiyonun tiirevi kolaylikla alinabilir.

Bir agda belirli bir giris i¢in istenen ¢ikis ile agin gergek cikisi arasindaki
ortalama-karesel hatay1 en aza indirmek i¢in tasarlanmis iteratif gradyan bir algoritma
olan geriye yayilim algoritmasi, CKPYSA’nin egitimi i¢in kullanilan popiiler bir egitim
algoritmasidir (Lee, 1997). Geri yayilmada, her bir tekrarlama i¢in, ilk olarak ileri dogru
bir ¢ikis iiretilir ve daha sonra hesaplanan hatanin geriye dogru yayilmasiyla agirliklarin
modifiye edilmesi gerceklesir. YSA c¢ikisi, dnceden belirlenen tolerans aralifinda

belitilen degerle uyumlu hale gelene kadar bu adimlar tekrar tekrar yapilmaktadir.
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Geriye yayilma algoritmasi i¢in, noronlar arasindaki baglantilarin agirligi Denklem

3.15de verilmistir.

net, = Z WX, (3.15)
YSA ¢ikist i¢in, herbir j néronunun hatasi, £;Denklem 3.16’da tanimlanmaigtir.
E;=ys-Y (3.16)

burada, y4, j ¢1kis ndronunun istenen degeri ve y; ise noronun gercek ¢ikisidir. Boylece,

E, biitiin néronlarin ¢ikis hatas1 Denklem 3.17 ile tanimlanabilir.

E=%Z(ydf—y,-)2 (3.17)

J

Her bir wy; agirhig1 E’yi azaltmak i¢in miimkiin oldugunca hizli sekilde ayarlanir
(Oztemel, 2003; Giiler ve Ubeyli, 2005). Sinir agmn bu tipi, hem denetimli 6grenme
hem de aym1 anda hatalar1 geriye yayma yetene§i sayesinde desen tanima

uygulamalarinda ¢ok yaygindir.
3.2.7.2. Egitim algoritmasi

Literatlirde sinir agmin egitilmesi i¢in kullanilan pek cok algoritma vardir.
Verilen bir problem i¢in bu egitim algoritmalarindan hangisinin hizli veya dogru
olacagin1 bilmek olduk¢a zordur. Bu durum, veri kiimesindeki smiflandirma
karmagiklig1, agin agirliklarinin sayisi, egitim setindeki veri sayisi, hata hedefimizin
degeri, agin Oriintli tanima veya fonksiyon yaklasimi i¢in kullanilip kullanilmadigi gibi
bircok faktére baghdir. YSA kullandigimiz sistemlerde daha iyi sonug¢ verdigi igin
egitim algoritmasi olarak Olgeklendirilmis Eslenik Gradyan Geriye yayilim Algoritmasi
kullanilmistir ve asagida 6zetlenmistir.

Olgeklendirilmis eslenik gradyan geriye yayilim algoritmasi (OEGGYA):
OEGGY algoritmasi, 6lgekli eslenik gradyan ydntemine gore agirhk ve bias

degerlerini giincellestiren bir ag egitim algoritmasidir.



OEGGY algoritmasmin islem adimlari su sekildedir (Moller, 1993):
1. Agirhik vektériinii w, seg ve o >0, A, >0, A =0 olmak iizere

Ayarla p, =r, =—E'(w,), k=1 ve succes=true

43

2. Eger succes=true ise ikinci siradaki Denklem 3.18-3.20 verilen bilgileri hesapla:

o}
o, =17
|24l
E :E’(wk+0'kpk)—E’(Wk)
k O'k
8, = Pisy
3. Skala s, :

Sk = Sk +(ﬂ“/¢ _Zk)l’k

6, =06, +(/Ik _/Tk)|pk

|2
4. Eger 6, <0 1se Hessian matrisi kesin pozitif yap:
o
S, =5, +[ﬂ,k —2—"2]pk
A

— Fo)
k

6k:_6k+j“k|pk2’ ﬂ“k:Zk

5. Adim boyutunu hesapla:

(3.18)

(3.19)

(3.20)

(3.21)

(3.22)

(3.23)

(3.24)

(3.25)

(3.26)

(3.27)



44

6. Karsilagtirma parametrelerini hesapla:

A, = 26, [E(Wk)_E;(Wk +akpk)] (3.28)
Hyi

7. Eger A, >0 ise hatada basarili bir azalma var ve giincellemeyi su sekilde yap:

W, =W, +o,p, (3.29)
lea =—E' (W) (3.30)

A4, =0, succes=true.

7a. Eger (kmod N =0) ise algoritmay1 yeniden baslat: p,,, =r,,,

degilse yeni eslenik yonii olustur:

2

~Velk
Hy
Pra =l + By (3.32)

7
p, =1 (3.31)

. . 1
7b. Eger A, >20.75 ise skala parametresini azalt: A, :§lk

degilse hatadaki azalmay1 miimkiin kilma: 4, =4, , succes = false.
8. Eger A, <0.25 ise skala parametresini azalt: A, =44,

9. Eger dik azalma yonii » #0 ise ayarla k=k+1 ve adim 2’ye git.

degilse sonlandir ve istenen minumum olarak w,,, don.

3.2.7.3. Destek Vektor Makineleri

Destek Vektor Makineleri (DVM), oriintii tanima icin siniflandirmada, veri
madenciliginde ve makine 6grenmesi uygulamalarinda kullanilan etkili bir denetimli
ogrenme algoritmasidir. DVM, Decortes ve Vapnik tarafindan 1995 yilinda
gelistirilmistir (Cortes ve Vapnik, 1995). DVM ile pek ¢ok ¢alisma gergeklestirilmistir
(Amini ve ark., 2012; Chen ve ark., 2012).



45

Bu algoritmada, birbirlerinden diizlemsel bir uzayla ayrilan iki farkli grup
mevcuttur. Algoritmanin egitimi, bu diizlemsel uzaym parametrelerinin belirlenmesi
islemidir. Cok sinifli uygulamalarda, problem, bir 6rnegin bir sinifa ya da diger siniflara

ait olmasma gore tanimlanir. DVM’nin Oriintii tammmada kullanimi asagida

aciklanmastir.
n-boyutlu bir x Oriintlisti, x’in x; € R icin i = /, 2, ..., n sartin1 saglayan gergek
bir say1 olmasi halinde x=(x;, x», ..., x,) bi¢ciminde n adet koordinata sahiptir. Her x;

oriintiisii bir y; € {-1, 1} smifina aittir. m adet Sriintii ve bunlarin ait oldugu smiflart

iceren bir 7' egitim kiimesini 7={(x;, y;), (x2 V2), ..., (Xm, Vm) dikkate alalim. x
ortintiilerinin  x;, x5, ..., x, € S seklinde gomiilii oldugu bir § skaler ¢carpim uzayni

diistiniirsek, S uzayindaki herhangi bir hiper diizlem asagidaki gibi yazilabilir:
{x eS|wex+b= 0} , we S,b e R olmak iizere skaler ¢arpim wex Denklem 3.33’deki

gibi tanimlanir.

wex =Y Wy, (3.33)
i=1

Eger Sekil 3.3’den de goriilebildigi gibi tiim egitim Oriintiilerini dogru
smiflandirabilen (w, b) ciftiyle tanimli en az bir diizlemsel smiflandirici mevcutsa, bir
oriintli egitim seti diizlemsel olarak ayrilabilir. Bu dogrusal smiflandirict H (wex+b=0)
hiper diizlemi ile temsil edilir ve (wex+b>0) olan Oriintiileri Sinif +1 i¢in bir bdlge,
(wex+b<(0) olan Oriintiileri ise Sinif -1 igin baska bir bolge seklinde tanimlar.

Egitim sonrasinda, siniflandirici, egitimde kullanilanlardan farkli yeni oriintiiler
icin liye olduklart smifi tahmin etmeye hazirdir. x; oriintii simift Denklem 3.34 ile

belirlenir.

+1 Eger w-x, +b>0
smif = (3.34)

—-1 Eger w-x, +b<0

Bu yiizden, yeni Oriintiilerin smiflandirilmasi yalnizca wex+b ifadesinin

isaretine baghdir (Ivanciuc, 2007).



46

Simif +1

@ (wex-+b>0)

Sekil 3.3. H (wex+b=0) hiper diizlemi ile tanimli diizlemsel siniflandirict

3.2.7.4. Sirah Minimal Optimizasyon

Sirali Minimal Optimizasyon (SMO) algoritmasi, Destek Vektor Makineleri
siniflandiricisint  egitmek amaciyla kullanilmis olan popiiler bir optimizasyon

yontemidir. DVM’nin baglica optimizasyon probleminin Denklem 3.35’de verilmistir.

N 1 N N
max Y(a)= Zai —EZZyiyjk(xi,xj)aiaj
i=1 i=1 j=l (335)

N
z v, =0, 0<a,<c, ve i=1,...,n kosullarinisaglamak tizere
i=1

Burada x; bir egitim 6rnegi, y; € {-1,+1} ilgili hedef degeri, @; Lagrange ¢arpani ve ¢
gergek deger maliyet parametresidir. Bu algoritmada, k(x;,x;)= x! *x; dizlemsel
kernel fonksiyonu kullanilmistir.

old old old

Gegmis olast ¢oziimler setinden {a,; ", ,...a,fld} gelen {05} seklindeki

iki Lagrange carpanini o 1 =a201d =0 baglangi¢ kosullar1 altinda iyilestirilebilir.
Denklem 10°da z ve, =0, 1=1,2,,.N smirlamast mevcut oldugundan,

»a; ty,a; = yal +y2a;"’ = sabit ve burada ye {-1,1} dir.
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=y1y> ve yo+y,a,=ya +y,a =sabit verildiginde, «, =o —ta, amag

fonksiyonu (3.35)’de yerine yazilir. o, ’nin birinci ve ikinci tiirevler yoluyla yok

edilmesiyle, Denklem 3.36’daki " elde edilir.

y] (E;-)ld _ E;-Old)
+ —_—
n

new __ _old
a; =4

(3.36)

. _ T _ T _ T _ .
burada E; tahmin hatasi, Kk, =x x,k;=x x.k;=x"x, n=2k,—k,—k; ve

E =w'x—b-y,.

n <0 i¢in, o serbest maksimum noktanin uygun aralikta olup olmadiginin
belirlemek i¢in kontrol edilmelidir. Bundan dolayi, smirli maksimum dogru parcasinin

sonunda serbest maksimumun kirpilmasiyla belirlenir. Denklem 12 buna karsilik gelen

kirpma fonksiyonudur. Neticede, Denklem 3.37 ve Denklem 3.38 kullanilarak a7,

o< >dan hesaplanabilir.

H, Eger a2 H

new,clipped __ new new
a; =qa;", EgerL<a;™" <H (3.37)
L, Eger o} <L
new __ _old old __ new,clipped
o;" = (o] —af ) (3.38)

Burada ¢ = y,y, dir.

Cizelge 3.14’de SMO algoritmas1 verilmistir (Kuan ve ark., 2012). Ilk adim
baslangi¢ parametrelerinin atanmasidir. Ikinci adim ise dongii prosediiriidiir. Déngii
prosediirii; iki Lagrange carpanini segmek, bunlarin ortak iyilestirmesini takip etmek ve
DVM parametrelerini giincellemek seklinde {i¢ temel islemi yerine getirmektedir (Kuan

ve ark., 2012).
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Cizelge 3.14. SMO Algoritmasi (Kuan ve ark., 2012)

Baslangi¢ degerleri:
w=0, b=0 ve biitin a,=0, E=0
repeat

1. Adim. Onislem adimlari:

_ T _ T _ T
l.l.k,.,.—x’x,.,kjj—x/xj,k,.j—x,x.

J

1.2.n =2k, —k, —k;

1.3. Tahmin_hatayi_hesapla E;, E;ve ", Ot;’[d, y.

1.4, o™ karpma icin kullanilan /L, H] Uygulanabilir_arahg:_belirle

2. Adim. Lagrange Carpani adimlarini giincelle:
(E.—E.
21 al.xew,unc — ag/d + y]( J ’)
J J T]

old new

new __ _ old
22 007 =a +yiyj(aj a;

ve L veya H Kirpma iglemi

3. Adim. DVM parametresini giincelleme algoritmalart:
3.1 w, b, Abgiincelle.
3.2 E tahmini hatay1 giincelle.

until (a )1 iyilestirene kadar)

3.2.7.5. Karesel Diskriminant Analizi

Diskriminant analizi, lizerinde 6l¢iim yapilan bir 6rnegin, bilinen ancak farkh
olan gruplardan birine atanmasini gergeklestiren istatistiksel bir tekniktir. Atama islemi
yapilirken ornek, gercek kitlesinden farkli bir gruba atandiginda bir hata yapilmis olur.
Bu hataya, hata oran1 veya hatali smniflandirma olasiligi denmektedir. Diskriminant
analizinde amag, atama islemini minimum hatayla yapmaktir. Diskriminant analizi
genelde Orneklemenin yapildig1 gruplarm normal bir dagilima sahip oldugu ve
varyanslarinin esit oldugu varsayimlar1 altinda yapilmaktadir. Bu varsayimlar altinda
elde edilen diskriminant fonksiyonuna, lineer diskriminant fonksiyonu denmektedir.
Ancak gruplarin varyanslarmin esitligi varsayimi bozuldugunda lineer diskriminant
fonksiyonu yerine, karesel diskriminant fonksiyonu elde edilir (Akbaba, 2005).

Verilerin normal dagilis gosterdigi ancak gruplar arasi varyans-kovaryans
matrislerinin farkli oldugu durumlarda karesel diskriminant analizi (KDA) uygulanir.
Karesel diskriminant analizinin uygulanmasi i¢in her bir gruptaki gozlem sayisi (n)
degisken sayisi (p)’den fazla olmali ki §;, varyans-kovaryans matrisinin inversi
almabilsin. Bu kisitlayici, dogrusal diskriminant i¢in gecerli degildir (Rencher, 2002).

Karesel ayirma analizinin fonksiyonu Denklem 3.39°da verilmistir.
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Burada;

S, : 7’inci gruba ait varyans-kovaryans matrisini,
S': ’inci gruba ait varyans-kovaryans matrisinin tersini,

|Sl.| : 1’inci gruba ait varyans-kovaryans matrisinin determinantini,

Z : I’'inci grubun ortalama vektoriinii,

Z, : herhangi bir bireyin dzelliklerine ait vektorii gdstermektedir.

(§;=5,=...=S)) olursa yani karesel ayirma analizi esitligi dogrusal ayirma analizi

esitligine doniisiir (Sangiin, 2007).
3.2.8. Performans degerlendirme

Verilerin performans degerlendirmesi i¢in 4 metot kullanilabilir. Bu metotlar,
siniflandirma dogrulugu, karsitlik matrisi, duyarlilik ve belirlilik analizleri, k-kath

capraz dogrulamadir.
3.2.8.1. Simiflandirma dogrulugu

Kullanilan veri kiimelerinin siniflandirma dogrulugunu belirlemek i¢in Denklem

3.40 ve 3.41 kullanilmistir.

1, Egersmiflandirma(t, )=dogru siniflandirma ise,

Deger(t.) = 3.40
eger(t) {0, diger durumda ise, (3-40)

ZN Deger(t;)
s , teT (3.41)

Dogruluk(T ) = N 1

burada 7T siniflandirilabilir (test kiimesi) veri 6geleri kiimesi ve N veri kiimesinin test

ornekleri sayisidir.
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3.2.8.2. Karsithk matrisi

Kargithk matrisi, bir siniflama sistemi tarafindan yapilan gercek ve tahmin
edilen smiflamalar hakkindaki bilgiyr gosterir. Karsitlik matrisini Cizelge 3.15°de
goriildigl gibi dogru pozitif, yanls pozitif, yanlis negatif ve dogru negatif olmak iizere
dort smiflandirma performans endeksini igerir. Bu dort endeks genellikle iki smifli

siniflandirma sorunu degerlendirmek ic¢in kullanilir (Xu ve ark., 2011).

Cizelge 3.15. Karsitlik matrisi (Xu ve ark., 2011)

Gergek sinif  Tahmin edilen siif

Pozitif Negatif
Pozitif Dogru pozitif (TP)  Yanlis negatif (FN)
Negatif Yanlis pozitif (FP)  Dogru negatif (TN)

3.2.8.3. Duyarhlik ve Belirlilik analizi

Duyarlilik, belirlilik, pozitif kestirimci deger, negatif kestirimci degerin
hesaplanabilmesi i¢in Denlem 3.42, Denlem 3.43, Denlem 3.44, ve Denlem 3.45
kullanilir (Kendler, 1987; Polat ve Giines, 2007).

Dogru pozitif (TP): hastalarin dogru tahmin edilme sayisidir.
Yanlis pozitif (FP): hasta olmayanlarin yanlis tahmin edilme sayisidir.
Yanlis negatif (FN): hastalarin yanlis tahmin edilme sayisidir.

Dogru negatif (TN): hasta olmayanlarin dogru tahmin edilme sayisidir.

TP

Duyarlilik(%) = ————x100 342

yark(o) =70 i (:42)
Belirlilik (%) = _IN x100 (3.43)

TN+ FP
.\ Ce TP
Positif kestirimei deger (%) = ———=x100 (3.44)
TP+ FP
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: C T.
Negatif kestirimci deger (%) = —Nx 100 (3.45)
TN +FN

3.2.8.4. K-kath ¢apraz dogrulama

Sinir aginm egitiminde, sinir ag1 test sonu¢larmin daha giivenilir olmasi i¢in k-
katli capraz onaylama kullanilmistir (Francois ve ark., 2007). K-kath c¢apraz
onaylamada, orijinal veri kiimesi, rasgele k£ tane alt kiimeye boliinmiistiir. Modeli test
etmek icin onay verisi olarak k& tane alt kiimeden tek bir alt kiime alikonulmus ve geriye
kalan k-1 alt kiime egitim verisi olarak kullanilmistir. Daha sonra bu capraz onaylama
islemi yani onay verisi olarak her bir & alt kiimesi kullanilarak & kez tekrar edilmistir.
Algoritmanimn test dogrulugunu, bu katlardan elde edilen k& sonuglarmin ortalamasi

vermektedir (Diamantidis ve ark., 2000).
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4. GELISTIRILEN OZNITELIK SECIM METOTLARI

Oznitelik se¢imi, veri boyutunun azaltilmasi ve en iyi 6znitelik kiimesinin segimi
sayesinde siniflandirict basarisinin artirilmasina ve islem siiresinin azaltilmasina katki
saglayan, Ozellikle veri madenciligi ve Oriintii tanima uygulamalarinda kullanilan bir
yontemdir. Bu amagla, bu tez kapsaminda;

e Bal an siriilerinin akilli yiyecek arama davranisini taklit eden Yapay Ari
Kolonisi (YAK) optimizasyon algoritmasinin, kiimeleme tabanli 6znitelik
seciminde kullanilmasiyla gelistirilen ve YAKOS olarak isimlendirilen yeni bir
Oznitelik segcme yontemi ve bu yontemin kullanimiyla gelistirilen dort sistem
onerilmistir.

e Karesel Diskriminant Analizi (KDA) smiflandirma algoritmasmi kriter alarak
gelistirilen Ardisik ileri Yonde Se¢im (AIYS) ve Ardisik Geri Yonde Secim
(AGYS) ile TBA’nm birlestirilmesiyle olusturulmus ve sirasiyla AIYSP ve
AGYSP olarak isimlendirilen iki tane hibrit 6znitelik se¢cim yontemi ve bu

yontemlerin kullanimiyla gelistirilen iki sistem onerilmistir.

4.1. Yapay An Kolonisi Algoritmasina Dayanan Yeni Oznitelik Secme Yontemiyle

Gelistirilen Sistemler

Bu ¢alismada, son zamanlarda oldukc¢a popiiler yapay zekd yontemlerinden biri
olan, bal ar1 siirtilerinin akilli yiyecek arama davranigini taklit eden YAK optimizasyon
algoritmasinin, kiimeleme tabanli 6znitelik seg¢iminde kullanilmasiyla YAKOS olarak
isimlendirilen yeni bir 6znitelik segme algoritmas1 gelistirilmistir. Oznitelik se¢iminde,
kaynak arastirmasi boliimiinde bahsedildigi gibi pek cok yontem kullanilmaktadir. Bu
calismada, gilinlimiizde popiiler bir optimizasyon yontemi olan YAK algoritmasi,
oznitelik se¢im problemine uygulanmustir. Gelistirilen YAKOS ydntemi, bir sarmalama
tiirli Oznitelik se¢imi algoritmasi olan ileri yonde se¢im algoritmasi temel almarak
gelistirilmistir.

Bu gelistirilen 0Oznitelik secim yontemi kullanilarak dort farkli  sistem
olusturulmustur. Bunlar; YAKOS+YSA, YAKOS+TBA+YSA, YAKOS+DVM ve
YAKOS+TBA+DVM sistemleridir. Bu sistemlerin tiimiinii test etmek amaciyla, Statlog
kalp hastaligi, SPECT gortintiileri ile kalp hastaligi, meme kanseri, Hepatit, Karaciger

hastaligi, Diyabet veri kiimeleri olarak isimlendirilen 6 adet veri kiimesi kullanilmistir.
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YAKOS+YSA sisteminde, YAK algoritmasiyla kiimeleme yapilarak 6znitelik

secimi gerceklestirildikten sonra segilen 6znitelikler YSA siniflandiricisina verilmistir.

YAKOS+YSA sisteminin blok diyagrami Sekil 4.1 verilmistir.

Giris veri
kiimeleri:
-Statlog kalp
hastalig1
-SPECT kalp
-meme kanseri
- Hepatit
-Karaciger
hastalig1
-Diyabet

/

>

Tahmini Dogruluk

| Arastirma

\ Ozmitelik Secimi(YAKOS)

«—

Y
Oznitelik Altkiimesi

N\

Algoritmasi

YAK ile kiimeleme

J

Verilerin
siniflari:
-hasta
-hasta degil
veya

-Iyi huylu
-kotii huylu

YSA

Smmiflandirica

Sekil 4.1. YAK algoritmastyla gelistirilen YAKOS+YSA sisteminin blok diyagrami

YAKOS+TBA+YSA sisteminde, YAK algoritmasiyla kiimeleme yapilarak

Oznitelik

se¢imi

doniistlirilmiistiir.

YAKOS+TBA+YSA sisteminin blok diyagram Sekil 4.2 verilmistir.

Giris veri
kiimeleri:
-Statlog kalp
hastalig1

-SPECT kalp
-meme kanseri—
- Hepatit
-Karaciger
hastalig1

gerceklestirildikten

Son

asama

sonra

olarak da

/

-Diyabet

Arastirma
| —>

Tahmini Dogruluk

Oznitelik Altkiimesi

\ Ozmitelik Secimi(YAKOS)

N\

Algoritmasi

YAK ile kiimeleme

J

secilen Oznitelikler

TBA uzayina

YSA’da  smiflandirilmastir.

Verilerin
siniflari:
-hasta
»-hasta degil
veya
-Iyi huylu
-kotii huylu

Smmiflandirica

Sekil 4.2. YAK algoritmastyla gelistirilen YAKOS+TBA+YSA sisteminin blok diyagrami

YAKOS &znitelik secim yontemini test etmek icin ikinci bir siniflandirict olarak

DVM kullanilmistir. Bu yiizden YAKOS+DVM sisteminde, YAK algoritmasiyla

kiimeleme yapilarak Oznitelik secimi gergeklestirildikten sonra secilen oOznitelikler

DVM smiflandiricisma verilmistir. YAKOS+DVM sisteminin blok diyagrami Sekil 4.3

verilmistir.
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Giris veri /

kiimeleri: Tahmini Dogruluk L
-Statlog kalp Verilerin
e | Aragtrma| sllll:s?aa -

- a -

-meme kansgri—b - Algoritmasi DVM -hasta degil
- Hepatit Oznitelik Altkiimesi veya
-Karaciger YAK ile kiimeleme Smflandirier | _joi puyly
hastalig -kotii huylu
-Diyabet

\ Ozmitelik Secimi(YAKOS) /

Sekil 4.3. YAK algoritmastyla gelistirilen YAKOS+DVM sisteminin blok diyagrami

Ayrica DVM smiflandiricisinin YAKOS ile TBA’nm beraber kullanimindaki
etkisi incelenmistir. YAKOS+TBA+DVM sisteminde, YAK algoritmasiyla kiimeleme
yapilarak Oznitelik secimi gerceklestirildikten sonra secilen Oznitelikler TBA uzayina
doniistiiriilmiistiir.  Son  asama  olarak da DVM’de  smiflandirilmistir.

YAKOS+TBA+DVM sisteminin blok diyagrami Sekil 4.4 verilmistir.

Giris veri / \

kiimeleri: Tahmini Dogruluk

Verilerin

-Statlog kalp a
hastalig1 — smiflar:
-SPECT kalp I Aragtirma »| | Algoritmas -hasta
-meme kanseri=— DVM -hasta degil

- Hepatit Oznitelik Altkiimesi veya
Karaciger YAK ile kiimeleme Smiflandiricr | _jv;i hyyly
hastaligi -kétii huylu

-Diyabet ) )
1yane \__ Omitelik Sesimi(YAKOS) J

Sekil 4.4. YAK algoritmastyla gelistirilen YAKOS+TBA+DVM sisteminin blok diyagrami

4.1.1. Yapay An Kolonisi algoritmasina dayanan yeni 6znitelik secimi (YAKOS)

Bu sistemde, arama isleminde, ardisik ileri yonde se¢im algortimasina benzer
sekilde en iyi Oznitelik alt kiimesini bulmak i¢in YAKOS algoritmas1 calistirilir.
Oznitelik Se¢imi i¢in tahmini dogruluk, YAK kiimeleme vasitasiyla bulunmustur.
YAKOS algoritmasmin pseudo kodu Cizelge 4.1°de ve akis diyagrami Sekil 4.5°de
verilmistir. Burada, n Ornek sayisidir. ham veri, tim veri kiimesini temsil ederken,
Se¢ilmis veri  sec¢ilmesi  diigiiniilen  Oznitelikleri  icerir.  Egitim_veri sinifi,

Se¢ilmis veri’nin her smifinda bulunan verinin % 75’1, Test veri sinifi ise
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Se¢ilmis veri’nin her sinifinda bulunan verinin % 25’1 alinarak olusturulur. Boylece
siniflara gore esit bir dagilim elde edilmistir. Her bir smifa ait egitim verisi
(egtim_veri_sinift) kiimeleme yapabilecek sekilde modifiye edilmis YAK algoritmasi
ile egitilmektedir. Bu algoritmadaki modifiye etme islemi, maliyet foksiyonlarinin ve
performans fonksiyonlarinin tiim egitim seti verilerini kullanacak sekilde
degistirilmesiyle gerceklestirilmistir. Egitim sonucunda herbir sinifa ait verileri temsil
eden 10’ar adet yiyecek olarak isimlendirilen 6znitelik vektorii elde edilir. Secilen
oznitelik kiimesinin 1yiligi, elde edilen yiyecek degerlerinin, test veri kiimesini ne
dogrulukta temsil ettigi ile ifade edilir. Kiime sayisi, smif sayisiyla esit secilmistir. Hata
degeri, test verisini sinifi ile bu verinin minimum 06klit uzakligina sahip oldugu yiyecek
degerinin smifi arasindaki fark ile hesaplanir. Elde edilen performans degeri eklenen
Ozniteligin uygunlugunu goésterir. En uygun Oznitelik degeri, secilmis Oznitelikler
kiimesine dahil edilir. Bu islem secilmis 6znitelik kiimesi bos kiimeden baslamak iizere
istenilen Oznitelik sayisina kadar tekrarlanir. Bu performans degerindeki yiikselis
trendinin diisiise donmesi yani durdurma kriterinin kullanilmasi, istenen 6znitelik

sayisinin tespit edilmesini saglar.



Cizelge 4.1. YAKOS algoritmasmin pseudo kodu

n=ornek_sayisi;
Segilen_oznitelikler={Q}

onceki_maksimum_performans=0;
For p=1 to oznitelik_sayist
For c=1 to éznitelik_sayisi
Sec¢ilmis veri=ham_veri(Segilen_oznitelikler +dznitelik(c)),
Fori=1 to sinif sayist
Egitim_veri_suifi(i)=paylastir(rasgele(Se¢ilmis veri (sinif==i)), 0.75)
Test veri_smfi(i)=paylastir(rasgele(Se¢ilmis veri (sinif==i)), digerleri),
[yiyecekler(i)] =Modifiye edimis ABC algoritmasi(egitim_veri_sinifi(i),
performans_fonksiyonu);
End fori
Test veri_swnifi =birlestir(test_veri_sinifi);
For j= 1:boyut(biitiin_test verisi)
Fori=1:simif sayist
For k=1:boyut(yiyecekler(i))
mesafe(i,k)=cklit_mesafesi(viyecekler(k,i),test_verisi(j));
End for k
min_mesafe(i)=min(mesafe(i));
End fori
[test verisinin_sonucu(j), test_verisinin_sinifi(j)] =min(min_mesafe);
End forj
Performans_kriteri(6znitelik(c)) =toplam(test verisinin_sinifi(j)== test_verisinin_sinifi ),
End for c
IF énceki_maksimum_performans< maksimum(Performans_kriteri(oznitelik)) then
Eniyi_éznitelik = maksimum_olani_se¢(performans_kriteri(oznitelik)),
Secilen éznitelikler = Segilen_oznitelikler+Eniyi_oznitelik;
Onceki_maksimum_performans= maksimum(Performans_kriteri(oznitelik));
Else secilen_oznitelik _sayisi=p, Break;
End forp

56



57

BASLA

|Se¢ilen oznitelikler={&} |

<p=1;p<=(5znitelik sayisi; p++ >
< c=1; c<=dznitelik sayisi; c++ >

|Se¢ilmi§7veri =ham_veri(Segilen_éznitelikler +dznitelik(c)); |

<i=1; i<=simif sayisi; i++ >

|E§itim7veri7szmﬁ(i)=rasgeleial(Se¢ilmiLveri (sinif==i)), 0.75) |

v

|T est_veri_smifi(i)= rasgele_al (Se¢ilmis veri (sinif=i)), digerleri) |
[vivecekler(i)] =Modifiye edimis ABC algoritmasi(egitim_veri_sinifi(i),
performans_fonksiyonu);

| Biitiin_test verisi =birlestir(test veri_sinifi); |

v

=<j=1 ; J<= boyut(biitiin_test verisi), j++>

[

g i=1; i<= simf sayisy; i++ >

4( k=1; k<= sayisi(yiyecekler(i)), k++ >
v

| mesafe(i,k)=dklit_mesafesi(viyecekler(k,i),test verisi(j)); |

| min_mesafe(i)=min(mesafe(i)), |

P

| [test verisinin_sonucu(j), test verisinin_swnifi(j)] =min(min_mesafe), |

Q

|Performansikriterioreature(c)) =toplam(test verisinin_sinifi(j)== test_verisinin_sinifi )|

onceki_maksimum_performans<
maksimum(Performans_kriteri(oznitelik))

segi len_oznitelik_sayisi=p,
|Eniyi7(')'znitelik (¢)= maksimumunu_al (performans_kriteri(oznitelik(c)) |

v

|Se¢ilen7(')'znitelikler = Secilen_oznitelikler+eniyi_oznitelik(c) |

Sekil 4.5. YAKOS algoritmasmin akis diyagrami
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Sekil 4.5°de verilen YAKOS algoritmasmimn akis diyagrami adim adim asagida

aciklanmastir.

sayisi

Algortima en 1yi alt kiimeyi bulmak i¢in bos bir 6znitelik kiimesiyle arastirma
islemine baglar.

p ve c indislerini kullanan i¢ ice gegmis iki dongii sayesinde her defasinda bir
Oznitelik kiimesi arastirma i¢in segilir.

Bu se¢ilen 6znitelik kiimesi igerisindeki her bir siniftan % 75°1 egitim ve geriye
kalanlari test i¢cin alarak, egitim ve test veri kiimeleri olusturulur.

Bu egitim kiimesi, modifiye edilmis ABC algoritmas1 vasitasiyla amag
fonksiyonuna gore degerlendirilerek yiyecekler olarak isimlendirilen arilarin
muhtemel ¢ozlimleri yani kiime merkezleri bulunur.

I¢ ice gegmis ii¢ dongii sayesinde egitimde elde edilen tahmini kiime merkezleri
ile toplam test verisindeki her verinin 6klit mesafesi almir. Kiime merkezlerine
en yakin olan veriler, o kiimelere dahil edilir. Kiime merkezi sayisi, smif
sayisina esit oldugu i¢in bu minumum mesafeye sahip olan test verilerinin sinifi
tespit edilir.

Gergekte verinin sinifi ile tahmin edilen test verisinin sinifi, biitiin test verisi i¢cin
karsilastirilarak toplam dogru sayisi elde edilir. Toplam dogru sayisi, performans
kriterini (performans_kriteri(oznitelik(c)) degerini) vermektedir.

Bu performans kriterine gére maksimum performansi saglayan 6znitelik, sec¢ilen
Oznitelikler arasina dahil edilir.

Bu islem performans kriterinde iyilesme olmayana kadar ya da istenen 6znitelik

sayisina kadar devam eder.

YAK algortimasinin parametreleri olarak koloni sayismi 20, maksimum tekrar

(MCN) 300 ve limit degeri 200°diir. Algoritma 100 kez c¢alistirilmistir.

Performans degeri, bu 100 kez calistirma sonucu elde edilen degerlerin ortalamasi

almarak bulunmustur. Bu performans degeri, herhangi bir smiflandirma isleminin

basarisin1 degil, Ozniteliklerden hangisinin alt kiimeye eklenmesinin daha uygun

olacagini gosterir. Bu islem sonucunda gereksiz 6zniteliklerden armmis bir veri kiimesi

elde edilir. Bu veri kiimesi istenirse bu haliyle veya TBA ya da benzeri bir doniisiim

islemine tabii tutularak siniflandiriciya verilir.
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4.1.2. YAKOS yontemiyle elde edilen verilerin stmflandiriimasi

Gelistirilen 6znitelik se¢cme algoritmasinin basarisin1 test etmek amaciyla
literatiirde sikca kullanilan ve genellikle basarili sonuglar elde eden YSA ve DVM
siniflandiricilart kullanilmastir.

Ik olarak, YAKOS 6znitelik secim metodu kullanilarak Statlog kalp hastaligi
veri kiimesinin 13 Ozniteliginden 8’1, SPECT goriintiileri veri kiimesinin 22
ozniteliginden 16’s1, meme kanseri veri kiimesinin 9 6zniteliginden 4’1, Hepatit veri
kiimesinin 19 6zniteliginden 11’1, Karaciger hastaligi veri kiimesinin 6 6zniteliginden
5’1, Diyabet veri kiimesinin 8 6zniteliginden 6’°s1 secilmistir. Secilen 6znitelikler, O ve 1
arasina normalize edilmistir. YAKOS metodundan sonra elde edilen bu normalize giris
degerleri, TBA uzayma donistiirilmeden ve TBA uzayma donistiiriilerek, YSA
siniflandiricist i¢in giris verisi olarak kullanilmistir. Biitiin veri kiimeleri icin
YAKOS+TBA+YSA sisteminin sonuglart YAKOS+YSA sisteminin sonuglarma gore
daha iyi ¢ikmaktadir. Bu yiizden YAKOS+TBA+YSA sisteminde en iyi sonucu veren
Cok Katmanli Perseptron Sinir Ag1 (CKPSA) yapist ve egitim parametreleri Cizelge
4.2’de verilmistir.

Sonug olarak, YSA giris ve ¢ikis katmani diigiim sayilar1 sirasiyla, Statlog kalp
hastalig1 veri kiimesi i¢in 8 ve 1, SPECT goriintiileri veri kiimesi i¢in 16 ve 1, meme
kanseri veri kiimesi i¢in 4 ve 1, Hepatit veri kiimesi i¢in 11 ve 1, Karaciger hastalig1
veri kiimesi i¢cin 5 ve 1, Diyabet veri kiimesi i¢in 6 ve 1 seklinde olusturulmustur.
YSA’nin egitim sathasinda, en iyi gizli diiglim ve en iyi ¢evrim sayisin1 bulmak i¢in
gizli diigiim sayis1 2’den 35’¢ I’er araliklarla ve c¢evrim sayis1 1’den 100°e 1’er
araliklarla taranmistir. Bu sayede en yiisek performansi sergileyen gizli diiglim ve
cevrim sayisini belirlenmistir. Bu tarama islemi sirasinda degerlendirme kriteri olarak
ortalama karesel hata kullanilmistir. Bu islemden sonra, ¢evrim sayis1 ve gizli katmanin
diiglim sayist sirastyla Statlog kalp hastali§i veri kiimesi i¢in 42 ve 3, SPECT
goriintiileri veri kiimesi i¢in 10 ve 2, meme kanseri veri kiimesi i¢in 78 ve 28, Hepatit
veri kiimesi i¢in 10 ve 15, Karaciger hastaligi veri kiimesi i¢in 83 ve 4, Diyabet veri
kiimesi i¢in 28 ve 2 bulunmustur. YSA yapisinda bir gizli katman igermektedir. YSA
yapisinda CKPSA’nda ileri yonlii geriye—yayilim kullanmilmistir. YSA’nin egitiminde,
OEGGY algoritmasi kullanilmistir. Smiflandirmada, 10-kath ¢apraz dogrulama metotu

uygulanmistir.



Cizelge 4.2. YAKOS+TBA+YSA sistemi icin en iyi sonucu veren CKPSA yapis1 ve egitim parametreleri

Veri kiimeleri Statlog Kalp SPECT Meme Kanseri Hepatit Karaciger Diyabet
goriintiileri hastalig

YSA yapisi

Katman sayis1 3 3 3 3 3 3

Katmanlardaki néron sayist Giris:8 Giris: 16 Giris:4 Giris: 11 Giris:5 Giris:6
Gizli:3 Gizli:2 Gizli:28 Gizli:15 Gizli:4 Gizli:2
Cikis: 1 Cikis: 1 Cikis: 1 Cikis: 1 Cikis: 1 Cikis: 1

En iyi ¢evrim sayist 42 10 78 10 &3 28

Baglangi¢ agirlig Rasgele Rasgele Rasgele Rasgele Rasgele Rasgele

Aktivasyon fonksiyonu

Tanjant-sigmoid
Tanjant-sigmoid

Tanjant-sigmoid
Tanjant-sigmoid

Tanjant-sigmoid
Tanjant-sigmoid

Tanjant-sigmoid
Tanjant-sigmoid

Tanjant-sigmoid
Tanjant-sigmoid

Tanjant-sigmoid
Tanjant-sigmoid

Egitim parametreleri

Ogrenme kurali

Hedef (mse-ortalama karesel
hata)

OEGGY
algoritmasi
0.00001

OEGGY
algoritmasi
0.00001

OEGGY
algoritmasi
0.00001

OEGGY
algoritmasi
0.00001

OEGGY
algoritmasi
0.00001

OEGGY
algoritmasi
0.00001

60
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Bu islemden sonra bir son islemci kullanilarak sonug elde edilir. Son islemci 0
ile 1 arasinda olusan YSA ¢ikisini1 Denklem 4.1’deki formiil ile O ve 1°den olusan ikili
degere dontistiiriir. Dogru smiflandirma degeri bu sonuca gore belirlenir.

5(n) = {1 Eger y(n)=max(y) ise

0 digerleri 4.1
Burada, y(n) YSA’nin n. ¢ikis diiglimiiniin degeri iken, s(n) ise son islemcinin ¢ikis
degeridir.

YAKOS algoritmasinmn performansini test etmek amaciyla YSA smiflandiricis
disimda DVM smiflandiricist da kullanilmistir. Bu siniflandiricida da tiim verinin
kullannomin1 ve testini saglayan 10-kath c¢apraz dogrulama yontemi kullanilarak
tasarlanan sistemin giivenilirligi ve etkinligi artridlmistir. DVM  smiflandiricisinda,

Cizelge 4.3’de verilen paremetreler kullanilmastir.

Cizelge 4.3. Siniflandirma parametreleri

Parametreler Deger

Metot DVM

Ogrenme algoritmast SMO

Dogrulama metodu 10-katli ¢apraz dogrulama
Kernel Fonksiyonu Dogrusal

Basglangi¢ degeri Rasgele

4.2. AGYSP ve AIYSP Oznitelik Secimi ve YSA Smiflandicisiyla Hibrit Meme

Kanseri Algilama Sistemi

Bu sistem, Sekil 4.4’de gorildiigii gibi 2 asamadan olusmaktadir. Birinci
asamada, kriter olarak KDA smiflandirma algoritmasmin hem AIYS hem de AGYS ile
birlikte kullanilip, daha sonra TBA ile birlestirilmesiyle etkili iki tane hibrit 6znitelik
secim yontemi (AIYSP ve AGYSP) olusturulmustur. Boylece ilgili 6zniteliklerin daha
kisa bir siirede se¢ilmesi ve dznitelik vektdrii boyutunun azaltilmasi saglanmustir. Ikinci

asamada, YSA siniflandiricist kullanilarak, siniflandirma islemi gergeklestirilmistir.
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(- )

Tahmini Dogruluk

P

KDA -
Giris veri Arastirma Algoritmast Verinin
kiimesi: > TBA YSA simifi:
meme Oznitelik Altkiimesi -iyi huylu
kanseri Oznitelik alt kiime segimi (A[YS ve AGYS) -kéti huylu

Smmiflandirica

Oznitelik secimi ve boyut
\_ azaltimi (AIYSP ve AGYSP) -/

Sekil 4.6. ATYSP ve AGYSP ile 6nerilen sistemin blok diyagrami

4.2.1. ATYSP ve AGYSP ile oznitelik secimi

ALYSP ve AGYSP, birbiriyle ilgili ve alakali olan dzniteliklerin se¢ilmesi igin
kriter olarak KDA smiflandirma algoritmasini kullanan AIYS ve AGYS 6znitelik segme
yontemleri ile veri icerisinde iliskili degiskenler i¢eren veri setinin boyutlarmi daha az
boyuta indirgenmesini saglayan bir doniisiim teknigi olan TBA’m birlestirilmesiyle
olusturulmus iki hibrit 6znitelik segme yontemleridir. Kadinlarda en sik goriilen kanser
tiirii olan meme kanserinin erken teshisi icin AIYSP ve AGYSP gelistirilmistir. AIYS
ve AGYS Oznitelik se¢im yOntemleri uygulanirken 10-kath ¢apraz dogrulama
kullanilmistir. Bu hibrit sistemlerin avantajlar1 sunlardir: gereksiz girigler atilarak
onemli 6znitelikler secilir, boyut olarak daha az verinin olusmas1 saglanir, olduk¢a kisa
siirede Oznitelikler seg¢ilir, sistemin smiflandirma basaris1 artar, az boyutlu uzaylarda

daha etkin ¢aligmasi sayesinde bellek ve kapasite ihtiyaglar1 azalir.

4.2.2.AIYSP ve AGYSP oznitelik secim yontemleriyle gelistirilen

sistemlerin YSA ile siniflandirilmasi

AIYSP ve AGYSP yontemlerinden elde edilen giris degerleri, CKPSA
siniflandiricisina verilmistir. YSA sonuglarina gore AGYSP+YSA sisteminden elde
edilen sonucun daha 1yi oldugu goriilmiistiir. Cizelge 4.4’de AGYSP+YSA sistemi i¢in
en 1yi sonucu veren CKPSA’nin yapisi ve egitim parametreleri verilmistir.

Sonug olarak, YSA giris ve ¢ikis katmani dii§iim sayilart meme kanseri veri
kiimesi i¢cin 4 ve 1 seklinde olusturulmustur. YSA’nin egitim sathasinda, ilk 6nce en iyi

gizli diigiim ve en iyi ¢evrim sayisint bulmak i¢in ¢evrim sayist 1’den 120°e 1’er
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araliklarla ve gizli diiglim sayis1 3’den 35’e 1’er araliklarla taranarak belirlenmistir. Bu
tarama islemi sirasinda degerlendirme kriteri olarak ortalama karesel hata kullanilmistir.
Bu islemden sonra, ¢evrim sayist ve gizli katmanmn diiglim sayis1 meme kanseri veri
kiimesi i¢in 99 ve 16 bulunmustur. YSA yapisinda bir gizli katman igermektedir. YSA
yapisinda CKP ileri yonlii geriye—yayilim kullanilmistir. YSA nin egitiminde, OEGGY
algoritmas1 kullanilmistir. Siniflandirmada, 10-kath ¢apraz dogrulama metotu

uygulanmistir.

Cizelge 4.4. AGYSP+YSA sistemi i¢in en iyi sonucu veren CKPSA’nin yapisi ve egitim parametreleri

YSA yapisi
Katman sayis1 3
Katmanlardaki ndron sayilari Giris:4

Gizli: 16

Cikis: 1
En iyi ¢evrim sayisi 99
Baslangig agirliklari Rasgele
Aktivasyon fonksiyonu Tanjant-sigmoid

Tanjant-sigmoid

Egitim parametreleri

Ogrenme kurali Olgeklendirilmis Eslenik Gradyan
Geriye yayillim Algoritmasi
Hedef (mse-ortalama karesel hata) 0.01
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5. ARASTIRMA SONUCLARI VE TARTISMA

Bu tez kapsaminda yapilan ¢alismalari arastirma sonuglar1 ve tartismalar1 ayri

basliklar altinda degerlendirilerek asagida verilmistir.
5.1. YAKOS ile Gelistirilen Sistemlerin Arastirma Sonuclar1 ve Tartisma

Gelistirilen YAKOS yeni 6znitelik se¢im yontemi kullanilarak dort farkli sistem
olusturulmustur. Bunlar; YAKOS+YSA, YAKOS+TBA+YSA, YAKOS+DVM ve
YAKOS+TBA+DVM sistemleridir. Bu sistemlerin arastirma sonuglar1 ve tartismalari

asagida aciklanmstir.
5.1.1. YAKOS yontemiyle secilen zniteliklerin sonuclari ve tartisma

YAKOS ile gelistirilen her bir sistem igin Statlog kalp hastahgi, SPECT
gortntiileri ile kalp hastaligi, meme kanseri, Hepatit, Karaciger hastaligi, Diyabet veri
kiimeleri kullanilmistir. Secilen 6znitelikler, konvansiyonel bir smiflandiric1 olan YSA
ve DVM kullanilarak test edilmistir. Algoritmanin giivenirliligini gdstermek icin 10-
katli capraz dogrulama yontemi her iki smiflandirici sistemi i¢in kullanilmistir.
Oznitelik segimi sonunda, sistemlerde kullanilan veri kiimelerindeki toplam 6znitelik
sayisi, secilen Oznitelik sayis1 ve secilen Oznitelikler Cizelge 5.1°de gosterilmistir.
YAKOS algoritmasmin iginde kullanilan YAK algortimasmnimn parametreleri; koloni
sayisint 20, maksimum tekrar sayist (MCN) 300 ve [imit degeri 200 olarak
belirlenmistir. YAKOS algoritmas1 100 kez calistirilmistir. Performans degeri, bu 100

kez calistirma sonucu elde edilen degerlerin ortalamasi alinarak bulunmustur.

Cizelge 5.1. YAKOS ile gelistirilen sistemlerde kullanilan veri kiimelerindeki toplam 6znitelik say1s1,
secilen Oznitelik sayisi ve segilen 6znitelikler

Veri kiimesi Simif  Ornek Oznitelik  Secilen 6znitelik sayis1 ve secilen 6znitelikler
sayisl  saylsi  sayisl

Statlog kalp 2 270 13 8(3,5,7,9,10,11,12,13)

SPECT kalp 2 267 22 16 (1,2,3,4,5,6,7,8,9,12,13,15,16,17,18,19)

goriintiileri

Meme kanseri 2 699 9 4(1,2,6,8)

Hepatit 2 155 19 11 (12,14,13,15,18,1,17,5,16,2,4)

Karaciger hastaligir 2 345 6 5(5,3,2,4,1)

Diyabet 2 768 8 6 (2,8,6,7,4,5)
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5.1.2. YAKOS yontemini kullanan sistemlerin siniflandirma sonuclari ve tartisma

YAKOS ile secilen oOznitelikler hem YSA hem de DVM siiflandircist
kullanilarak test edilmistir. Algoritmanin giivenirliligini géstermek i¢in 10-katl ¢apraz
dogrulama yontemi her iki smiflandirici sistemi i¢in kullamlmistir. YAKOS ile
gelistirilen sistemlerin 10-kath ¢apraz dogrulama yontemi kullanilarak elde edilmis en

1yi smiflandirma dogruluklar1 Cizelge 5.2°de verilmistir.

Cizelge 5.2. YAKOS ile gelistirilen sistemlerin en iyi smiflandirma dogruluklar:

Veri YAKOS+YSA YAKOS+TBA+YSA YAKOS+DVM YAKOS+TBA+DVM

kiimesi sisteminin sisteminin en iyi sisteminin sisteminin en iyi
en iyi siniflandirma en iyi siiflandirma
siniflandirma dogrulugu siniflandirma dogrulugu
dogrulugu (10-katli CD) dogrulugu (10-katli CD)
(10-katli CD) (10-katli CD)

Statlog 85.92 88.89 85.56 84.81

kalp

SPECT 84.03 88.04 81.68 79.76

goriintiileri

Meme 97.71 98.71 97.28 97.14

kanseri

Hepatit 93.54 94.29 94.92 92.37

Karaciger  73.89 74.76 74.81 71.03

hastalig1

Diyabet 78.50 78.79 79.29 77.87

YAKOS+YSA ile YAKOS+TBA+YSA sistemlerinin sonuglar1
karsilastirildiginda biitiin veri kiimeleri icin YAKOS+TBA+YSA’nin daha iyi sonuglar
verdigi gozlemlenmistir. Bu da YSA smiflandiricisinin TBA ile daha uyumlu bir sekilde
calistigini ve YSA’nin egitim stratejilerinin bu tiir bir doniisime uygun oldugunu
gostermektedir.

YAKOS+DVM  ile  YAKOS+TBA+DVM  sistemlerinin  sonuglari
karsilastirildiginda biitiin veri kiimeleri icin YAKOS+DVM’nm daha iyi sonuglar
verdigi gozlemlenmistir. Bu da TBA ile elde edilen veri kiimelerinin DVM
smiflandiricisinin  egitim stratejileri igin uygun olmadigi ve bu sebeple TBA’siz
kullanilmasinin daha uygun olacagi goriisii tespit edilmistir.

Bulunan sonuglar neticesinde her veri tabani i¢in farkli sistemlerin iyi sonug
bulabilecegi gozlemlenmistir. Statlog kalp, SPECT goriintiileri ve meme kanseri veri
kiimesi icin YAKOS+TBA+YSA daha iyi sonug verirken Hepatit, Karaciger hastaligi,
Diyabet veri kiimeleri i¢in YAKOS+DVM daha iyi sonug¢ vermektedir. Buna gore;
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gelistirilen bir hastalik tanima sisteminin biitlin veri kiimeleri i¢in kesinlikle ytiksek
performans verecegi diisiinlilmemelidir. Diger siniflandirma metotlar1 da o veriye 6zel
arastirilmalidir.

Elde edilen sonuclarin literatiirdeki k-kath capraz dogrulama kullanan ¢alisma
sonuglariyla karsilastirildiginda, YAKOS 6znitelik secimi ile olusturulan sistemlerin
daha yiiksek basariya sahip oldugu goriilmiistiir.

YSA smiflandiricisini kullanan sistemler siniflandirma asamasinda, en iy1 gizli
diigim ve en iyi ¢evrim sayisini bulmak icin gizli diigiim sayis1 2’den 35°¢ 1’er
araliklarla ve ¢cevrim sayis1 1’den 100°e 1’er araliklarla taranmistir. Bu sayede en yiisek
performanst sergileyen gizli diigim ve c¢evrim sayisini belirlenmistir. Biitlin veri
kiimeleri i¢in YAKOS+TBA+YSA sisteminin sonuclart YAKOS+YSA sisteminin
sonuglarina gore Cizelge 5.2°de goriildiigli gére daha 1yi ¢ikmaktadir. Bu yiizden sadece
YAKOS+TBA+YSA siteminin sonuglar1 ve paremetreleri verilmistir. Bu tarama
islemine gore c¢evrim sayilart ve gizli katmanmn diigiim sayilar1 sirasiyla Statlog kalp
hastalig1 veri kiimesi i¢in 42 ve 3, SPECT goriintiileri veri kiimesi i¢in 10 ve 2, meme
kanseri veri kiimesi i¢in 78 ve 28, Hepatit veri kiimesi i¢in 10 ve 15, Karaciger hastalig1
veri kiimesi i¢in 83 ve 4, Diyabet veri kiimesi i¢in 28 ve 2 bulunmustur.

Statlog kalp hastalig1 veri kiimesi icin YAKOS+TBA+YSA sisteminin iterasyon
sayismna gore smiflandirma dogrulugu grafigi ve gizli diiglim sayisina gore

siniflandirma dogrulugu grafigi sirastyla Sekil 5.1 ve Sekil 5.2°de verilmistir.

95
90
85
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70
65
60
55
50 -

Siniflandirma dogrulugu (%)
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iterasyon sayisi

Sekil 5.1. Statlog kalp hastalig1 veri kiimesi icin YAKOS+TBA+YSA sisteminin iterasyon sayisina gore
siniflandirma dogrulugu grafigi
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Sekil 5.2. Statlog kalp hastalig1 veri kiimesi i¢in YAKOS+TBA-+YSA sisteminin gizli diigiim sayisina
gore smiflandirma dogrulugu grafigi

SPECT kalp veri kiimesi icin YAKOS+TBA+YSA sisteminin iterasyon sayisina
gore smiflandirma dogrulugu grafigi ve gizli digim sayisina gore siniflandirma

dogrulugu grafigi sirasiyla Sekil 5.3 ve Sekil 5.4’de verilmistir.
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Sekil 5.3. SPECT kalp veri kiimesi i¢in YAKOS+TBA+YSA sisteminin iterasyon sayisina gore
siniflandirma dogrulugu grafigi
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Sekil 5.4. SPECT kalp veri kiimesi i¢cin YAKOS+TBA+YSA sisteminin gizli diigiim sayisina gore
siniflandirma dogrulugu grafigi

Meme kanseri veri kiimesi i¢in YAKOS+TBA+YSA sisteminin iterasyon

siniflandirma dogrulugu grafigi sirastyla Sekil 5.5 ve Sekil 5.6’de verilmistir.
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Sekil 5.5. Meme kanseri veri kiimesi i¢in YAKOS+TBA+YSA sisteminin iterasyon sayisina gore
siniflandirma dogrulugu grafigi
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Sekil 5.6. Meme kanseri veri kiimesi i¢in YAKOS+TBA+YSA sisteminin gizli diigiim sayisina gore
siniflandirma dogrulugu grafigi

Hepatit veri kiimesi icin YAKOS+TBA+YSA sisteminin iterasyon sayisma gore
smiflandirma dogrulugu grafigi ve gizli diiglim sayisina gore smiflandirma dogrulugu

grafigi swrasiyla Sekil 5.7 ve Sekil 5.8’de verilmistir.
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Sekil 5.7. Hepatit veri kiimesi i¢in YAKOS+TBA+YSA sisteminin iterasyon sayisina gére smiflandirma
dogrulugu grafigi
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Sekil 5.8. Hepatit veri kiimesi i¢in YAKOS+TBA+YSA sisteminin gizli diigiim sayisina gore
siniflandirma dogrulugu grafigi

Karaciger hastalig1 veri kiimesi i¢in YAKOS+TBA+YSA sisteminin iterasyon
sayismna gore smiflandirma dogrulugu grafigi ve gizli diiglim sayisina gore

siniflandirma dogrulugu grafigi sirastyla Sekil 5.9 ve Sekil 5.10’da verilmistir.
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Sekil 5.9. Karaciger hastalig1 veri kiimesi icin YAKOS+TBA+YSA sisteminin iterasyon sayisina gore
siniflandirma dogrulugu grafigi
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Sekil 5.10. Karaciger hastalig1 veri kiimesi i¢cin YAKOS+TBA+YSA sisteminin gizli diigiim sayisina
gore smiflandirma dogrulugu grafigi

Diyabet veri kiimesi icin YAKOS+TBA+YSA sisteminin iterasyon sayisina gore
smiflandirma dogrulugu grafigi ve gizli diiglim sayisina gore smiflandirma dogrulugu

grafigi swrasiyla Sekil 5.11 ve Sekil 5.12°de verilmistir.
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Sekil 5.11 Diyabet veri kiimesi icin YAKOS+TBA+YSA sisteminin iterasyon sayisina gore siniflandirma
dogrulugu grafigi



72

80

75

70

65

60

Siniflandirma dogrulugu (%)

55
1 3 5 7 9 11 13 15 17 19 21 23 25 27 29 31 33 35

Gizli dUgim sayisi

Sekil 5.12. Diyabet veri kiimesi i¢cin YAKOS+TBA+YSA sisteminin gizli diigiim sayisina gore
siniflandirma dogrulugu grafigi

Onerilen YAKOS y6nteminin siniflandirma dogrulugunu belirlemek icin gesitli
Olgtimler yapilmistir. Kullanilan veri kiimeleri ve elde edilen performans degerleri
Cizelge 5.3’de gosterilmistir. Algoritmalarn 10 katli capraz dogrulama yontemi
kullanarak 30 kez calistirilmasi, bu performans degerlerini daha objektif ve dogru hale
getirmistir. Bu performans degerleri sirasiyla sunlardir: 6znitelik se¢cimi olmadan elde
edilen ortalama smiflandirma zamani, 6znitelik se¢imi olmadan elde edilen ortalama
siniflandirma dogrulugu, 6znitelik se¢cimi ile elde edilen ortalama siniflandirma zamani,
oznitelik se¢imi ile edilen ortalama smiflandirma dogrulugu ve 6znitelik se¢imi ile 30
kez calistrma sonucu elde edilen en iyi siniflandrma dogrulugudur. Ortalama
smiflandirma dogruluk degerleri verilirken, 30 kez calistrma sonucu elde edilen

standart sapma degerleri de verilmistir.
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Cizelge 5.3. YAKOS+TBA+YSA sisteminin 10-katl1 CD ile 30 kez galistirilmasmin zaman olgiimleri ve

dogruluk degerleri
Veri Ortalama Ortalama Ortalama Ortalama En iyi
kiimesi siniflandirma  siiflandirma siniflandirma siniflandirma siniflandirma
zamani- dogrulugu- zamani- dogrulugu- dogrulugu-
Oznitelik Oznitelik se¢imi Oznitelik Oznitelik segimi ~ 10-katli CD
secimi olmadan secimi varken  varken
olmadan
Statlog 6.59 saniye 79.48(std=0.68) 6.16 saniye 87.04(std=1.22) 88.89
kalp
SPECT 2.91 saniye 79.34(std=1.51) 2.76 saniye 83.01(std=1.48) 88.04
goriintiileri
Meme 18.53 saniye  95.46(std=0.29) 15.46 saniye 97.76(std=0.39)  98.71
kanseri
Hepatit 2.98 saniye 86.63(std=0.94) 2.95 saniye 91.98(std=0.83) 94.29
Karaciger  8.91 saniye 71.38(std=0.62) 8.85 saniye 73.55(std=0.62)  74.76
hastalig1
Diyabet 3.49 saniye 73.51(std=1.35) 3.22 saniye 76.38(std=2.47)  78.79

Cizelge 5.3’de goriilebilecegi gibi, dznitelik se¢imi kullanilmayan algoritmaya
gore YAKOS+TBA+YSA sistemi daha az zamanda smiflandirma yapabilmektedir.
Islem siiresindeki bu azalma, yiiksek boyutlu verilerde daha da énemli hale gelmektedir.
Onerilen sistemin temel avantaji, pahali veri toplama sistemlerinin gereksinimini ve
zaman gerektiren gereksiz Ol¢liimleri onlemektir. Diger bir avantaji, daha az karmasik
veri kiimesi ile yiiksek hassasiyete sahip bir smiflandirma sistemi saglamasidir.
Oznitelik se¢imi  kullanilmayan algoritmaya gore oznitelik segimi kullanan
YAKOS+TBA+YSA sisteminin ortalama smiflandirma dogrulugunun yiiksek ¢ikmasi,
siniflandirma basarisini artirdigini géstermektedir.

Statlog Kalp hastalig1 veri kiimesi i¢in, gelistirilen sistemlerin smiflandirma
dogruluklar1 ve literatiirdeki diger sistemlerle karsilastirilmasi Cizelge 5.4’de ve
kullanilan sistemlerden en iyi ¢ikanin performans degerleri Cizelge 5.5’de verilmistir.
Literatiirdeki diger sistemlerle karsilastirma yapilirken k-kathh capraz dogrulama
kullanan ve egitim-test verilerinin dagilimini calismasinda vermis olan yayinlar

parentez icerisinde belirtilmistir.



Cizelge 5.4. Statlog Kalp hastalig1 veri kiimesi igin, gelistirilen yontemin ve literatiirdeki diger

yontemlerin siniflandirma dogruluklar
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(Yazar, Yil) Metot Siniflandirma
dogrulugu(%)
k-NN, k=28, 7 6znitelik (10-kath CD) 84.6-85.6
k-NN, k=28, Manhattan (10-katli CD) 82.2-83.4
(Duch ve ark., 2001) FSM, 27 bulanik kural 82
SSV, 3 kural 80.2-83.4
(Sahan ve ark., 2005) AWALIS (10-katli CD) 82.59
(Ozsen ve Giines, 2008) GA-AWAIS (10-katli CD) 87.43
(Kahramanli ve YSA ve FNN kullanan Hybrid sistem 86.8
Allahverdi, 2008) (10-kath CD)
ReliefF, Kernel:Linear, No. of features:13 84.4
ReliefF, Kernel:RBF, No. of features: 12 83.0
ReliefF, Kernel:LRBF, No. of features:13 84.4
Sensitivity Analysis, Kernel: Linear, No. of 84.8
features:9
Sensitivity Analysis, Kernel: RBF, No. of 84.4
features:7
(Cho ve ark., 2008) Sensitivity Analysis, Kernel: LRBF, No. of 84.4
features: 10
SVM-RFE, Kernel: Linear, No. of features:11 84.8
Nomogram-RFE, Kernel: Linear, No. of 84.4
features:8
Nomogram-RFE, Kernel: LRBF, No. of 84.8
features: 10
LS-SVM smiflandiricisi-6znitelik se¢cimi olmadan ~ 80.00
(egitim: % 50- test: % 50)
LM Yapay Sinir Aglari-6znitelik se¢cimi olmadan ~ 71.11
(egitim: % 50- test: % 50)
F-score 6znitelik se¢imi ve LS-SVM 77.78
siniflandiricisinin birlegimi (egitim: % 50- test: %
50)
F-score oznitelik se¢imi ve YSA 77.61
siniflandiricisiin birlegimi(egitim: % 50- test: %
50)
(Polat ve Giines Lineer kernel F-score 6zn.itelil.< ss:girfl.i ve LS- 80.00
2009) ’ SVM siniflandiricisinin birlesimi (egitim: % 50-
test: % 50)
Lineer kernel F-score dznitelik se¢imi ve YSA 80.74
siniflandiricisinin birlegimi-azaltilmis dznitelik
sayis1=128 (egitim: % 50- test: % 50)
RBF kernel F-score 6znitelik se¢imi ve LS-SVM 83.70
siniflandiricisinin birlegimi (egitim: % 50- test: %
50)
Lineer kernel F-score Oznitelik se¢imi ve YSA 76.30
siniflandiricisinin birlegimi-azaltilmis dznitelik
sayisi=117 (egitim: % 50- test: % 50)
FSVM-CIPy;,, linear 82.84 +0.054
FSVM-CIP,,,, linear 83.53+0.055
(Gu ve ark., 2014) FSVM-CIP,,, Gaussian kernel 84.12  0.052
FSVM-CIP.,,, Gaussian kernel 84.71 £0.066
YAKOS+YSA (10-kath CD) 85.92
Tez calismast YAK(T)S+TBA+YSA(10-kath CD) 88.89
YAKOS+DVM (10-katli CD) 85.56
YAKOS+TBA+DVM (10-katli CD) 84.81
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Cizelge 5.5. Statlog Kalp hastalig1 veri kiimesi icin, YAKOS+TBA+YSA sistemi kullanilarak
gerceklestirilen en iyi smiflandirma performans degerleri

Performans Kriteri Degeri
Dogruluk (%) 88.89
Duyarlilik (%) 92.45
Belirlilik (%) 84.40

SPECT kalp veri kiimesi i¢in, gelistirilen sistemlerin siniflandirma dogruluklar:
ve literatiirdeki diger sistemlerle karsilastirilmasi Cizelge 5.6’da ve kullanilan

sistemlerden en iyi ¢ikanin performans degerleri Cizelge 5.7°de verilmistir.

Cizelge 5.6. SPECT Kalp veri kiimesi i¢in, gelistirilen yontemin ve literatiirdeki diger yontemlerin
siniflandirma dogruluklar

(Yazar, Y1l) Metot Siniflandirma
dogrulugu(%)

LS-SVM smiflandiricisi-0znitelik se¢imi 82.71
olmadan (egitim: % 50- test: % 50)
LM Yapay Sinir Aglari-6znitelik secimi 77.44
olmadan (egitim: % 50- test: % 50)
F-score 6znitelik se¢imi ve LS-SVM 79.70
siniflandiricisinin birlegsimi (egitim: % 50- test:
% 50)
F-score oznitelik se¢imi ve YSA 75.70
siniflandiricisinin birlegsimi (egitim: % 50- test:
% 50)
Lineer kernel F-score 0znitelik se¢imi ve LS- 83.46

(Polat ve Giines, 2009) SVM siniflandiricisinin birlesimi (egitim: %

50- test: % 50)

Lineer kernel F-score 6znitelik se¢cimi ve YSA  79.69
siniflandiricisiin birlegimi-azaltilmis dznitelik
sayis1i=148 (egitim: % 50- test: % 50)

RBF kernel F-score 6znitelik se¢imi ve LS- 83.46
SVM smiflandiricisinin birlesimi (egitim: %

50- test: % 50)

Lineer kernel F-score 6znitelik se¢imi ve YSA  79.69
siniflandiricisinin birlegimi-azaltilmis dznitelik
sayisi=118 (egitim: % 50- test: % 50)

(Zaman ve Karray, 2009) Fuzzy ESVDF 74.14

(McSherry, 2011) iNN(k) method 84.3
YAKOS+YSA (10-kath CD) 84.03

Tez calismast YAK§S+TBA+YSA (10-kath CD) 88.04
YAKOS+DVM (10-kath CD) 81.68

YAKOS+TBA+DVM (10-katli CD) 79.76
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Cizelge 5.7. SPECT Kalp veri kiimesi i¢in, YAKOS+TBA+YSA sistemi kullanilarak gergeklestirilen en
iyi siniflandirma performans degerleri

Performans Kriteri Degeri
Dogruluk (%) 88.04
Duyarlilik (%) 97.66
Belirlilik (%) 46.77

Meme kanseri veri kiimesi i¢in, gelistirilen sistemlerin smiflandirma
dogruluklar1 ve literatiirdeki diger sistemlerle karsilastirilmasi Cizelge 5.8’de ve

kullanilan sistemlerden en 1yi ¢ikanin performans degerleri Cizelge 5.9°da verilmistir.

Cizelge 5.8. Meme kanseri veri kiimesi igin, gelistirilen yontemin ve literatiirdeki diger yontemlerin
siniflandirma dogruluklar

(Yazar, Y1l) Metot Siniflandirma
dogrulugu(%o)
(Goodman ve ark., Optimized- LVQ (10-katli CD) 96.70
2002) Big- LVQ (10-katli CD) 96.80
AIRS (10-katli CD) 97.20
(Abonyi ve Szeifert, Supervised fuzzy clustering (10-katli CD) 95.57
2003)
(Polat ve Giines, 2007) LS-SVM (10-kathi CD) 98.53
ReliefF, Kernel:Linear, No. of features:9 96.8
ReliefF, Kernel:RBF, No. of features:6 96.8
ReliefF, Kernel:LRBF, No. of features:9 96.8

Sensitivity Analysis, Kernel: Linear, No. of features:5 96.6
(Cho ve ark., 2008) Sensitivity Analysis, Kernel: RBF, No. of features:9 97.2
Sensitivity Analysis, Kernel: LRBF, No. of features:8 96.9
SVM-RFE, Kernel: Linear, No. of features:7 96.8
Nomogram-RFE, Kernel: Linear, No. of features:9 96.8
Nomogram-RFE, Kernel: LRBF, No. of features:4 96.8

(Karabatak ve Ince, ARI+YSA (3-katl1 CD) 97.4
2009) AR2+YSA(3-kath CD) 95.6
(Xu ve ark., 2011) Kernel-based orthogonal transform (10-katli CD) 98.53
RS SVM (5-katli CD) (egitim: % 50- test: % 50) 96.55
(Chen ve ark., 2011) RS SVM (5-katli CD) (egitim: % 50- test: % 50) 96.72
RS SVM (5-katli CD) (egitim: % 50- test: % 50) 96.87
(Uzer ve ark., 2013) AGYSP+YSA (10-kath CD) 98.57
YAKOS+YSA (10-kath CD) 97.71
YAKOS+TBA+YSA (10-kath CD) 98.71

Tez cal -
cz calismast YAKOS+DVM (10-kath CD) 97.28

YAKOS+TBA+DVM (10-katli CD) 97.14
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Cizelge 5.9. Meme kanseri veri kiimesi i¢in, YAKOS+TBA+YSA sistemi kullanilarak gerceklestirilen en
iyi siniflandirma performans degerleri

Performans Kriteri Degeri
Dogruluk (%) 98.71
Duyarlilik (%) 98.49
Belirlilik (%) 99.38

Cizelge 5.4, Cizelge 5.6 ve Cizelge 5.8°de gorildiigii gibi, tezde gelistirilen
diger sistemlere gore YAKOS+TBA+YSA sisteminin Statlog kalp, SPECT gériintiileri
ve meme kanseri veri kiimeleri i¢in siniflandirma dogrulugu daha yiiksek bulunmustur.
Bu yiizden Cizelge 5.5, Cizelge 5.7 ve Cizelge 5.9°da YAKOS+TBA+YSA sisteminin
siniflandirma performans degerleri verilmistir. Bu degerler, sirasiyla smiflandirma
dogrulugu, duyarliligi, belirliligi; Statlog Kalp hastalig1 veri kiimesi i¢in 88.89, 92.45,
84.40, SPECT Kalp veri kiimesi i¢in 88.04, 97.66, 46.77, meme kanseri veri kiimesi i¢in
98.71, 98.49, 99.38 bulunmustur. Bu veri kiimelerinden elde edilen sonuglarin,
literatiirdeki k-katli capraz dogrulama kullanan ¢alisma sonuglariyla karsilastirildiginda
tez ¢aligmasiin en yiiksek basartya sahip oldugu gorilmiistiir.

Hepatit veri kiimesi i¢in, gelistirilen sistemlerin siniflandirma dogruluklar1 ve
literatiirdeki sistemlerle karsilastirilmasi

diger Cizelge 5.10’da ve kullanilan

sistemlerden en iyi ¢ikanin performans degerleri Cizelge 5.11°de verilmistir.

Cizelge 5.10. Hepatit veri kiimesi igin, gelistirilen yontemin ve literatiirdeki diger yontemlerin
siniflandirma dogruluklari

(Yazar, Y1l) Metot Siniflandirma
dogrulugu(%o)
(Wang ve ark., 2000) BayesGA-based FKIF (egitim: % 70- 92.9

test: % 30)
EvoC (evolutionary classifier), (egitim: %

(Tan ve ark., 2003) 83.92(ortalama)

66- test: % 34) 94.34(en 1yisi)
(Polat ve Giines, 2006) FS-AIRS with fuzzy res. (10-katli CD) 92.59
(Polat ve Giines, 2007) FS-Fuzzy-AIRS (10-katli CD) 94.12
(Polat ve Giines, 2007) AIRS (10-katl1 CD) 76.00

TBA- AIRS (10-kath CD) 94.12
(Kahramanli ve Allahverdi, Hybrid system(YSA and AIS) (Capraz 96.8
2009) dogrulama yok)
(Dogantekin ve ark., 2009) LDA-ANFIS 94.16
(Bascil ve Temurtas, 2011) CKYSA (MLP) + LM (10-katli CD) 91.87

YAKOS+YSA (10-kath CD) 93.54

YAKOS+TBA+YSA (10-katli CD) 94.29
Tez galismasi =

YAKOS+DVM (10-kath CD) 94.92

YAKOS+TBA+DVM (10-katl CD) 92.37
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Cizelge 5.11. Hepatit veri kiimesi i¢cin YAKOS+DVM kullanilarak gergeklestirilen en iyi siniflandirma
performans degerleri

Performans Hepatit
Kriteri veri kiimesi
icin degeri
Siniflandirma dogrulugu (%) 94.92
Duyarlilik (%) 97.13
Belirlilik (%) 88.33

Karaciger hastaligi veri kiimesi i¢in, gelistirilen sistemlerin simiflandirma
dogruluklar1 ve literatiirdeki diger sistemlerle karsilastirilmasi Cizelge 5.12°de ve

kullanilan sistemlerden en 1yi ¢ikanin performans degerleri Cizelge 5.13’de verilmistir.

Cizelge 5.12. Karaciger hastalig1 veri kiimesi i¢in, gelistirilen yontemin ve literatiirdeki diger yontemlerin
siniflandirma dogruluklar

(Yazar, Y1l) Metot Siniflandirma
dogrulugu(%)

(Lee ve Mangasarian, SSVM (10-katli CD) 70.33

2001)

(Van Gestel ve ark., SVM with GP (10-katli CD) 69.7

2002)

(Goncalves ve ark., 2006) HNFB-1 method 73.33
AWALIS (10-kath CD) 70.17

AIS with hybrid similarity measure (10-katli 60.57
(Ozsen ve Giines, 2008)  CD)

AIS with Manhattan distance (10-katli CD) 60.21

AIS with Euclidean distance (10-katli CD) 60.00

(Li ve ark., 2011) A fuzzy-based non-linear transformation 70.85
method+SVM

(Chen ve ark., 2012) (PSO) + 1-NN method (5-kath CD) 68.99

(Chang ve ark., 2012) CBR+PSO (egitim: % 75- test: % 25) 76.81
FSVM-CIPy;,, linear 73.26 £0.031
FSVM-CIP.,,, linear 73.80+0.054

(Gu veark., 2014) FSVM-CIP,, Gaussian kernl 79.46+0.048
FSVM-CIP.,,, Gaussian kernel 79.92+0.074
YAKOS+YSA (10-kath CD) 73.89

Tey cal YAKOS+TBA+YSA (10-katli CD) 74.76

€z calismast YAKOS+DVM (10-kath CD) 74.81

YAKOS+TBA+DVM (10-katli CD) 71.03

Cizelge 5.13. Karaciger hastalig1 veri kiimesi icin YAKOS+DVM kullanilarak gergeklestirilen en iyi
siniflandirma performans degerleri

Performans Karaciger hastalig1 veri
Kriteri kiimesi i¢in degeri
Siniflandirma dogrulugu (%) 74.81

Duyarlilik (%) 88.22

Belirlilik (%) 56.68
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Diyabet hastaligi veri kiimesi i¢in, gelistirilen sistemlerin smiflandirma
dogruluklar1 ve literatiirdeki diger sistemlerle karsilastirilmasi Cizelge 5.14°de ve

kullanilan sistemlerden en 1yi ¢ikanin performans degerleri Cizelge 5.15°de verilmistir.

Cizelge 5.14. Diyabet veri kiimesi i¢in, gelistirilen yontemin ve literatiirdeki diger yontemlerin

siniflandirma dogruluklar

(Yazar, Y1l) Metot Siniflandirma
dogrulugu(%o)
(Sahan ve ark., 2005) AWALIS (10-katli CD) 75.87
(Polat ve Giines, 2007) Combining TBA and ANFIS 89.47
ReliefF, Kernel:Linear, No. of features:8 76.4
ReliefF, Kernel:RBF, No. of features:6 76.3
ReliefF, Kernel:LRBF, No. of features:8 77.3
Sensitivity Analysis, Kernel: Linear, No. of  77.0
features:8
Sensitivity Analysis, Kernel: RBF, No. of 75.5
features:6
(Cho ve ark., 2008) Sensitivity Analysis, Kernel: LRBF, No. of  77.2
features:7
SVM-RFE, Kernel: Linear, No. of 77.8
features:6
Nomogram-RFE, Kernel: Linear, No. of 76.6
features:7
Nomogram-RFE, Kernel: LRBF, No. of 77.6
features:6
(Polat ve ark., 2008) LS-SVM (10-katli CD) 78.21
GDA-LS-SVM (10-katli1 CD) 82.05
(Kahramanli ve Allahverdi, Hybrid system(YSA and FNN) 84.2
2008)
(Patil ve ark., 2010) Hybrid Prediction Model (HPM ) with 92.38
reduced dataset
(Karaboga ve Oztiirk, 2010) ABC-FC (Attificial Bee Colony Algorithm
fuzzy clustering) (egitim: % 75- test: % 25)  68.96
FCM (Fuzzy c-means) (egitim: % 75- test:
% 25) 67.45
(Isa ve Mamat, 2011) Clustered-HMLP 80.59
(Aibinu ve ark., 2011) ARI1+YSA (3-katli CD) 81.28
YAKOS+YSA (10-kath CD) 78.50
YAKOS+TBA+YSA (10-katli CD) 78.79
Tez galismasi =
YAKOS+DVM (10-kath CD) 79.29
YAKOS+TBA+DVM (10-katli CD) 77.87

Cizelge 5.15. Diyabet veri kiimesi i¢cin YAKOS+DVM kullanilarak gerceklestirilen en iyi smiflandirma

performans degerleri

Performans Diyabet veri
Kriteri kiimesi i¢in degeri
Siniflandirma dogrulugu (%) 79.29

Duyarlilik (%) 89.84

Belirlilik (%) 59.61
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Cizelge 5.10, Cizelge 5.12, Cizelge 5.14’da goriildigl gibi, tezde gelistirilen
diger sistemlere gore YAKOS+DVM sisteminin Hepatit, Karaciger hastaligi, Diyabet
veri kiimeleri i¢in siniflandrma dogrulugu daha yiliksek bulunmustur. Bu yilizden
Cizelge 5.11, Cizelge 5.13 ve Cizelge 5.15°da YAKOS+DVM sisteminin siniflandirma
performans degerleri verilmistir. Bu degerler, swrasiyla siniflandrma dogrulugu,
duyarliligi, belirliligi; Hepatit veri kiimesi i¢in 94.92, 97.13, 88.33, Karaciger hastaligi
veri kiimesi i¢in 74.81, 88.22, 56.68, Diyabet veri kiimesi i¢in 79.29, 89.84, 59.61
bulunmustur. Bu veri kiimelerinden elde edilen sonuglarm, literatiirdeki k-kath capraz
dogrulama kullanan c¢alisma sonuglariyla karsilastirildiginda olduk¢a umut verici

oldugu goriilmiistiir.

5.2. AGYSP ve AIYSP Oznitelik Secimi ve YSA Smiflandicisiyla Hibrit Meme

Kanseri Algilama Sisteminin Arastirma Sonuclar1 ve Tartisma

Meme kanseri veri kiimesi icin AITYSP+YSA ve AGYSP+YSA sistemlerinde

secilen Oznitelikler ve sonuglar1 Cizelge 5.16’da verilmistir.

Cizelge 5.16. ATYSP+YSA ve AGYSP+YSA sistemlerinin segilen dznitelikleri ve sonuglari

Metot Secilen Cevrim Gizli katmanm Dogru smiflandirma
Oznitelikler sayisi diigiim sayisi orani (%)
1,3,4,5,6 14 7 97.57
AIYSP+YSA 1,2,3,6,9 11 3 97.42
1,2,3,4,6 14 10 97.42
1,2,5,6,8 99 16 98.57
AGYSP+YSA 2,5,6,8,9 88 18 97.57
1,3,4,6,9 10 6 97.57

Cizelge 5.16’da verildigi gibi AIYSP+YSA ve AGYSP+YSA sistemlerinden
elde edilen en yiiksek dogru smiflandirma oranlari sirasiyla % 97.57 ve % 98.57 dir. Bu
sonuglara gore; AIYSP 6znitelik se¢imi yontemiyle 1, 3, 4, 5, 6 numarah dznitelikler en
1yi secilirken, AGYSP 6znitelik se¢imi yontemiyle 1, 2, 5, 6, 8 numarali 6znitelikler en
1yi se¢ilmistir. Bu secilen 6znitelik vektorleri, TBA uzayima donistiiriiliip, elde edilen
uzaylardan birer giris vektorii daha atilmigtir.

ALYSP ve AGYSP yontemleriyle 9 6znitelik vektdriinden segilerek elde dilen
dort giris 6znitelik vektdrii YSA smiflandiricisina verilmis ve sirastyla ATYSP+YSA
icin % 97.57 ve AGYSP+YSA icin % 98.57 elde edilmistir. Bu YSA sonuglarma gore

AGYSP+YSA sisteminden elde edilen sonucun daha iyi oldugu goriilmiistiir ve bu
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ylizden literatiir karsilastirmasi agisindan bu sonug secilmistir. Bu elde edilen sonug,
AGYSP’nin AIYSP’ye gore daha ayirt edici dznitelikleri sectigini gdstermistir.
AGYSP+YSA sisteminin, YSA giris ve ¢ikis katmani diigiim sayilar1 sirasiyla 4
ve 1 seklinde olusturulmustur. Siniflandirma asamasinda, en 1iyi gizli diigiim ve en iyi
cevrim sayisint bulmak i¢in gizli diigiim sayis1 2°den 35°e 1’er araliklarla ve ¢evrim
sayist 1’den 120°e 1’er araliklarla taranmistir. Bu sayede en yiisek performansi
sergileyen gizli diiglim ve ¢evrim sayisini belirlenmistir. Bu tarama islemine gore gizli
katmanin diigiim sayis1 ve ¢cevrim sayisi sirasiyla 16 ve 99 bulunmustur. Meme kanseri
veri kiimesi icin AGYSP+YSA sisteminin iterasyon sayisma gore smiflandirma
dogrulugu grafigi ve gizli diigiim sayisina gore siniflandirma dogrulugu grafigi sirasiyla

Sekil 5.13’de ve Sekil 5.14’de verilmistir.
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Sekil 5.13. Meme kanseri veri kiimesi icin AGYSP+YSA sisteminin iterasyon sayisina gore smiflandirma
dogrulugu grafigi
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Sekil 5.14. Meme kanseri veri kiimesi i¢in AGYSP+YSA sisteminin gizli diigiim sayisina gore
siniflandirma dogrulugu grafigi

AGYSP+YSA kullanan sistemin, 10-kath capraz dogrulamayla elde edilen YSA
performans sonuglart (duyarhlik, belirlilik, pozitif kestirimci deger, negatif kestirimci

deger, dogru siniflandirma orani) Cizelge 5.17°de gosterilmistir.

Cizelge 5.17. Meme kanserinin algilanmasi i¢in AGYSP+YSA kullanan sistemin performansi

Siniflandirict  Capraz Duyarlilik  Belirlilik  Positif Negatif Dogru

onaylama (%) (%) kestirimci  kestirimci  siniflandirma
pargacigi deger (%) deger (%) orani(%)
CD-1 100 100 100 100 100
CD-2 97.96 100 100 95.45 98.57
CD-3 97.73 96.15 97.73 96.15 97.14
CD-4 95.83 100 100 91.67 97.14
AGYSP+YSA CD-5 100 100 100 100 100
(1,2,5,6,8) CD-6 100 100 100 100 100
CD-7 96.23 100 100 89.47 97.14
CD-8 97.73 100 100 96.30 98.57
CD-9 97.44 100 100 96.38 98.57
CD-10 100 96.15 97.78 100 98.57
Ortalama 98.29 99.23 99.55 96.59 98.57

Bu ¢alismada, YSA smiflandiricisinin performans degerlendirme kriterlerinden
biri olarak karsitlik matrisi de kullanilmistir. Karsithik matrisi, dogru pozitif, yanlis
pozitif, yanlis negatif ve dogru negatif olmak tizere dort smiflandirma performans indisi
icermektedir. Capraz onaylama pargaciklar1 ilizerinde AGYSP+YSA metodu

kullanilarak elde edilen karsitlik matrisleri Cizelge 5.18’de verilmistir.
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Cizelge 5.19°da Onerilen sistemle literatiirdeki diger sistemlerin karsilastirmasi
verilmistir. Simdiye kadar kanser verisi lizerinde k-kath ¢apraz dogrulama metodu
uygulanarak yapilan ¢aligmalar icerisinde, elde edilen ortalama dogruluk oraninin, ¢ok

umut verici oldugu goziikmektedir.

Cizelge 5.18. Capraz dogrulama pargaciklari iizerinde AGYSP+YSA metodu kullanilarak elde edilen
karsitlik matrisleri

Capraz Gergek “iyi ““koti
dogrulama siif huylu”’tahmin  huylu’’tahmin
pargacigi sayisi saylisl

iyi huylu 46 0
¢D-1 kotii huylu 0 23

iyi huylu 48 1
¢D-2 kotii huylu 0 21

iyi huylu 43 1
¢D-3 kotii huylu 1 25

iyi huylu 46 2
¢D-4 kétii huylu 0 22

iyi huylu 49 0
¢D-5 kotii huylu 0 21

iyi huylu 42 0
¢D-6 kotii huylu 0 28

iyi huylu 51 2
¢D-7 kotii huylu 0 17

iyi huylu 43 1
¢D-8 kotii huylu 0 26

iyi huylu 38 1
¢D-9 kotii huylu 0 31
CD-10 iyi huylu 44 0

kot huylu 1 25
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Cizelge 5.19. AGYSP+YSA yodnteminin ve literatiirdeki diger yontemlerin siniflandirma dogruluklari

(Yazar, Y1l) Metot Siniflandirma
dogrulugu (%)

Optimized- LVQ (10-katli CD) 96.70
(Goodman ve ark., 2002) Big- LVQ (10-katli1 CD) 96.80

AIRS (10-katli CD) 97.20
(Abonyi ve Szeifert, 2003) Supervised fuzzy clustering (10-katli CD)  95.57
(Polat ve Giines, 2007) LS-SVM (10-katli CD) 98.53
(Karabatak ve Ince, 2009) 2§I¥§2 g_tzgi gg; gzg
(Yeh ve ark., 2009) DPSO (Capraz dogrulama yok) 98.71
(Marcano-Cedeno ve ark., AMMLP (Capraz dogrulama yok) 99.26
2011)
(Xu ve ark., 2011) Kernel-based orthogonal transform (10- 98.53

katli CD)

RS SVM) (5-katli CD) (egitim: % 50- 96.55

test: % 50)

S1t1 .0

(Chen ve ark., 2011) EE(EZI;/(I))) (5-katli1 CD) (egitim: % 70- 96.72

RS SVM) (5-katli CD) (egitim: % 80- 96.87

test: % 20)
(Senapati ve ark., 2011) LLWNN-RLS (10-katli CD) 97.2

Tez galismasi AGYSP+YSA (10-katli CD) 98.57
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6. SONUCLAR VE ONERILER

Bu tez calismasinda, oriintii tanimanin temel 6gelerinden biri olan Oznitelik
secimi tlizerinde durulmus ve yeni Oznitelik segcme yoOntemleri gelistirilmistir. Bu
boliimde, tezden elde edilen sonuglar yorumlanmis ve gelecekte bu konu iizerinde

calisacaklar i¢in bazi dneriler sunulmustur.

6.1. Sonuclar

Oznitelik segme algoritmalar1; makina dgrenmesi, veri madenciligi ve Oriintii
tanima i¢in oldukc¢a 6nemlidir. Ciinkii 6nemli 6zniteliklerin sec¢ilmesi hem sistemlerin
basitlestirilmesini hem de hizlandirilmasmi saglamakla beraber ayrica sistemin
siniflandirma dogrulugunu da artrmaktadir. Bu amagcla, bu tez kapsaminda; Bal ar1
stiriilerinin akilli yiyecek arama davranisimi taklit eden Yapay Ari Kolonisi (YAK)
optimizasyon algoritmasmin, kiimeleme tabanli 6znitelik se¢iminde kullanilmasiyla
gelistirilen ve YAKOS olarak isimlendirilen yeni bir 6znitelik segme ydntemi ve bu
yontemin kullanimiyla gelistirilen dort sistem Onerilmistir. Bu  sistemler;
YAKOS+YSA, YAKOS+TBA+YSA, YAKOS+DVM ve YAKOS+TBA+DVM’dir.
Ayrica Karesel Diskriminant Analizi (KDA) smiflandirma algoritmasini kriter alarak
gelistirilen Ardisik Ileri Yonde Secim (AIYS) ve Ardisik Geri Yonde Secim (AGYS) ile
TBA’nm birlestirilmesiyle olusturulmus ve sirasiyla AIYSP ve AGYSP olarak
isimlendirilen iki tane hibrit 6znitelik se¢im yontemi ve bu yontemlerin kullanimiyla
gelistirilen iki sistem dnerilmistir. Bu sistemler, ATYSP+YSA ve AGYSP+YSA’drr.

Tezde gelistirilen yeni YAKOS ydnteminin basarisi, hem Yapay Sinir Aglari
(YSA) smiflandiricisinda hem de Destek Vektor Makinalar1 smiflandiricisinda test
edilirken diger yontemler ise Yapay Sinir Aglari1 smiflandiricisinda test edilmistir.
Smiflandirmanin  giivenilirligini  artrmak icin biitiin  sistemlerin  siniflandirma
asamasinda k-katl ¢apraz dogrulama yontemi kullanilmastir.

YAKOS yeni dznitelik segim algoritmasinin test edilmesi amaciyla biyomedikal
alaninda gelistirilen algoritmalarda siklikla kullanilan ve UCI veri tabanindan alinan
Statlog kalp hastaligi, SPECT goriintiileri ile kalp hastaligi, meme kanseri, Hepatit,
Karaciger hastahdi, Diyabet veri kiimeleri kullanilmistrr. ilk olarak, YAKOS
algoritmasmin 100 defa calistirilip ilgili Ozniteliklerin secilmesi saglanmaktadir.

YAKOS metodundan sonra secilen bu onitelikler , TBA uzayina doniistiiriilmeden ve
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TBA uzayina doniistiiriilerek, YSA smiflandiricist i¢in giris verisi olarak kullanilmistir.
YAKOS+YSA ile YAKOS+TBA+YSA sistemlerinin sonuglar1 karsilastirildiginda
biitin veri kiimeleri icin YAKOS+TBA+YSA’nin daha iyi sonuglar verdigi
gozlemlenmistir. Bu da YSA smiflandiricismin TBA ile daha uyumlu bir sekilde
calistigini ve YSA’nin egitim stratejilerinin bu tiir bir doniisime uygun oldugunu
gostermektedir.

Ayrica YAKOS ydnteminin iistiinliigiinii gostermek igin en iyi smiflandirma
dogrulugununun bulunmasmin yanmda farkli performans degerlendirmeleri, en iyi
sonucu veren YAKOS+TBA+YSA sistemi igin yapilmis ve kullanilan biitiin veri
kiimeleri i¢cin bu degerler bulunmustur. Bu performans degerleri sirasiyla sunlardir:
Oznitelik se¢imi olmadan elde edilen ortalama siniflandirma zamani; 6znitelik se¢imi
olmadan elde edilen ortalama smiflandirma dogrulugu, 6znitelik se¢imi ile elde edilen
ortalama smiflandirma zamani, Oznitelik secimi ile edilen ortalama smiflandirma
dogrulugu ve oOznitelik se¢cimi ile 30 kez calistirma sonucu elde edilen en iyi
siniflandirma  dogrulugudur. Bu degerler sistemin smiflandirmasinin 30 kez
calistirilmasiyla elde edilen ortalama degerlerdir. Ayrica smiflandirma dogruluklarinin
standart sapma degerleri de bulunmustur. Algoritmalarin 10 kath capraz dogrulama
yontemi kullanarak 30 kez calistirilmasi, bu performans degerlerini daha objektif ve
dogru hale getirmistir.

Oznitelik segimi kullanildiginda ortalama smiflandirma zamani Statlog kalp veri
kiimesi i¢in 6.59 saniyeden 6.16 saniyeye, SPECT goriintiileri veri kiimesi i¢in 2.91
saniyeden 2.76 saniyeye, meme kanseri veri kiimesi i¢cin 18.53 saniyeden 15.46
saniyeye, Hepatit veri kiimesi i¢in 2.98 saniyeden 2.95 saniyeye, Karaciger hastaligi
veri kiimesi i¢in 8.91 saniyeden 8.85 saniyeye, Diyabet veri kiimesi i¢in 3.49 saniyeden
3.22 saniyeye diismiistiir. Oznitelik se¢imi kullanildiginda ortalama siniflandirma
dogrulugu Statlog kalp veri kiimesi i¢in 79.48(std=0.68)’den 87.04(std=1.22) degerine,
SPECT goriintiileri veri kiimesi i¢in 79.34(std=1.51)’den 83.01(std=1.48) degerine,
meme kanseri veri kiimesi i¢in 95.46(std=0.29)’den 97.76(std=0.39) degerine, Hepatit
veri kiimesi i¢in 86.63(std=0.94)’den 91.98(std=0.83) degerine, Karaciger hastaligi veri
kiimesi i¢cin 71.38(std=0.62)’den 73.55(std=0.62) degerine, Diyabet veri kiimesi i¢in
73.51(std=1.35)’den 76.38(std=2.47) degerine yiikselmistir. Sonug¢lardan goriilebilecegi
gibi, 6znitelik se¢cimi kullanan algoritmanin hem ortalama smiflandirma zamani daha
diismekte hem de ortalama simiflandirma dogrulugu daha da artmaktadir. Islem

siiresindeki bu azalma, yiiksek boyutlu verilerde daha da 6nem kazanmaktadir.
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Onerilen sistemin temel avantaji, pahali veri toplama sistemleri ve zaman gerektiren
gereksiz Olciimleri onlemektir. Diger bir avantaji, daha az karmasik veri kiimesi ile
yiiksek hassasiyete sahip bir siniflandirma sistemi saglamasidir.

YAKOS metodunu ikinci bir smiflandiriciyla test etmek igin YAKOS
metodundan sonra seg¢ilen oOnitelikler , TBA uzayina doniistiiriilmeden ve TBA uzayma
dontistiiriilerek, bu sefer de DVM simiflandiricist i¢in giris verisi olarak kullanilmastir.
YAKOS+DVM ile YAKOS+TBA+DVM sistemlerinin sonuglar1 karsilastirildiginda
biitiin veri kiimeleri icin YAKOS+DVM’nin daha iyi sonuglar verdigi gdzlemlenmistir.
Bu da TBA ile elde edilen veri kiimelerinin DVM siniflandiricisinin egitim stratejileri
icin uygun olmadig1 ve bu sebeple TBA’siz kullanilmasinin daha uygun olacagi goriisii
tespit edilmistir.

Bulunan sonuglar neticesinde her veri tabani i¢in farkli sistemlerin iyi sonug
bulabilecegi gozlemlenmistir. Statlog kalp, SPECT goriintiileri ve meme kanseri veri
kiimesi i¢in YAKOS+TBA+YSA daha iyi sonu¢ verirken (YSA smiflandiricisinin
dogru smiflandirma oranlari, Statlog kalp hastalig1 veri kiimesi i¢in % 88.89, SPECT
gortintiileri veri kiimesi i¢cin % 88.04 ve meme kanseri veri kiimesi i¢in % 98.71)
Hepatit, Karaciger hastaligi, Diyabet veri kiimeleri i¢in YAKOS+DVM daha iyi sonug
(DVM smiflandiricisinin dogru smiflandirma oranlar1 ise Hepatit veri kiimesi i¢cin %
94.92, Karaciger hastalig1 veri kiimesi i¢in % 74.81, Diyabet veri kiimesi i¢in % 79.29)
vermistir. Buna gore; gelistirilen bir hastalik tanima sisteminin biitiin veri kiimeleri i¢in
kesinlikle ytliksek performans verecegi diisiiniilmemelidir. Diger siniflandirma metotlar1
da o veriye 0zel arastirilmalidir.

Elde edilen sonuclarm literatiirdeki k-kath capraz dogrulama kullanan ¢alisma
sonuglariyla karsilastirildiginda, YAKOS o6znitelik secimi ile olusturulan sistemlerin
daha yiiksek basariya sahip oldugu goriilmiistir. Bu basarmnin sebebi, gelistirilen
YAKOS algoritmasinin her bir kiime merkezini bulmak igin siirekli olarak rassal
degerler iireterek tiim muhtemel ¢6ziim uzayimni taramasi ve sonundal(’ar adet arastirma
degeri (yiyecek kaynagi) tespit etmesidir. Bu sayede algoritma, yerel minumum
degerlerine takilmadan global minumum degerlerini bulmaya odaklanmaktadir.

Ayrica meme kanseri veri kiimesi i¢in YAKOS ile elde edilen sonug, gelistirilen
AGYSP yonteminden de daha 1yi ¢ikmaktadir. Elde edilen yiiksek basar1 degerleri de
gdz oniine almdiginda, gelistirilen YAKOS metodunun hastaliklarin teshisinde etkin
olarak kullanilabilecegi goriilmektedir. Buna ek olarak gelistirilen bu ydntemin

Oznitelik segme gerektiren tiim uygulamalarda da basarili olacagi inancindayiz.



88

Bu tezde yapilan ikinci bir ¢alismada ise meme kanserinin tespitinde, kriter
olarak KDA smiflandirma algoritmas: ve giivenilirligi artrmak i¢in 10-kath ¢apraz
dogrulama kullanilarak gelistirilen AIYS ve AGYS ile TBA’nin birlestirilmesiyle
olusturulmus iki tane hibrit dznitelik se¢im ydntemi AIYSP ve AGYSP sunulmustur.
Elde edilen sonuglara gére AGYSP 6znitelik se¢im yonteminin ATYSP 6znitelik secim
yontemine gore daha iyi oldugu gorilmiistir. AGYSP Oznitelik se¢im yOnteminin
sonucuna gore giris Oznitelik uzayr 9’dan 4’e azaltilmistir. Bu hibrit 6n isleme
algoritmasinin ¢iktisi, konvansiyonel bir smiflandirici olan ¢ok katmanli ileri beslemeli
geriye yayillimli yapay sinir agina uygulanmistir. Bu yapay sinir ag1, Olceklendirilmis
Eslenik Gradyan Geriye yayilim algoritmasi ile egitilmistir. Egitim ve test asamalarinin
bilimsel olarak daha giivenilir sekilde yapilabilmesi i¢in 10-katli ¢apraz dogrulama
yontemi uygulanmistir. Bu sistemin performansmi degerlendirmek i¢in Wisconsin
meme kanseri veritaban1 kullanilmistir. Onerilen AGYSP+YSA ortalama dogru
siniflandirma orani % 98.57 olarak bulunmustur. Bu 6nerilen AGYSP+YSA sistemin
ortalama degeri, kanser verisi Tlzerine k-kath c¢apraz—dogrulama kullanilarak
uygulanmis literatiirdeki diger sistemlerin sonuglarindan daha iyidir. Sonug¢ olarak,
AGYSP+YSA sistemi gostermistir ki; yapay sinir agimin basarisy, ilgili 6zniteliklerin
se¢ilmesi ve verinin baska bir uzaya doniistiirerek ilgisiz ve bozucu etkisi bulunan
verilerin yok edilmesi ile daha da artmaktadir. Boylece bu calismanin, erken teshisin
hayat kurtardig1 kanserle miicadelede daha hizli ve daha giivenilir otomatik tani teshis

sistemleri gelistirilmesine katkis1 olacagi inancinday1z.

6.2. Oneriler

Bilim insanlar1 tarafindan veri madenciliginin basarili olmasi i¢in veri 6n isleme
siirecinin 6nemli oldugu vurgulanmaktadir. Bu ylizden Oznitelik se¢iminin, Oriintii
tanimada daha yaygm bir sekilde kullanilmasi gerekmektedir. YAK algoritmas: gibi
literatiirdeki pek ¢ok problemde basarili sonuglar veren yontemlerin 6znitelik segiminde
kullanilmas1 ya da uyarlanmasi1 gelistirilebilir. Bunun disinda, veri kiimesine gore
madencilik algoritmalar1 farkli sonuglar iiretebileceginden her yontem her veri kiimesi
icin 1y1 sonu¢ vermeyebilir. Bundan dolay1 basarili olabilecek pek ¢ok hibrit yaklagim
denenebilir. Oznitelik secimi algoritmalar1 dzellikle biiyiik boyutlu veri kiimeleri igin

daha etkindir. Ciinkii siniflandirma siirecinde gereksiz veriler atildig1 i¢in siniflandirma
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siiresi oldukca kisalmaktadir. Bu yilizden biiyiik boyutlu veri kiimelerinin bulundugu
uygulamalarda rahatlikla kullanilabilir.

Gelistirilen yeni YAKOS yontemi icin Matlab’da bir GUI program
tasarlanabilir. Boylece algoritmay1 kullanan kisinin kolay bir sekilde koloni sayisi,
maksimum cevrim sayis1 gibi pek ¢ok parametreyi degistirmesine izin veren bir sistem
ortaya cikarilabilir. Bu sistem sayesinde de islenecek veri kiimesi i¢in en iyi optimum
yap1 ve sonuglar elde edilebilir. Ayrica SIi (Sayisal isaret isleyicileri) ve APKD (Alan
programlamali kap1 dizileri) destekli gomiilii bilgisayar sitemleri kullanilarak tasmabilir
tibbi karar destek sistemleri olusturulabilir.

Bunlara ilave olarak, onerilen algoritmalar ile hastadan elde edilen laboratuar
sonuclarint anlik olarak analizini yapan simiilasyonlar gerceklestirilebilir. Daha sonra
da cihazlara entegre edilerek, hastaligin karar verme asamasinda doktorlara yardimci
sistemler olusturulabilir. Boylelikle, 6zniteliklerin se¢ilmesi ve verinin baska bir uzaya
doniistiirerek ilgisiz ve bozucu etkisi bulunan verilerin yok edilmesiyle erken teshisin
hayat kurtardigi kanser gibi hastaliklarin teshisinde daha hizli ve daha giivenilir

otomatik ya da yardimci tani teshis sistemleri gelistirilmesine katki saglanabilir.
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